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RESUMO

Reidentificação de pessoas em longo prazo utilizando caracterı́sticas multimodais

A reidentificação de pessoas (ReID) consiste em comparar imagens contendo
pessoas, obtidas por múltiplas câmeras com campos de visão não sobrepostos e inferir
se as pessoas nessas imagens são as mesmas ou não. Trata-se de um problema
mais complexo do que aparenta, pois as imagens comparadas costumam apresentar
grandes diferenças na iluminação, no ângulo de captura, nas caracterı́sticas óticas das
lentes utilizadas, além de oclusão parcial, auto-oclusão, planos de fundos confusos e
outros complicadores. A reidentificação de pessoas em longo prazo, que é o tema
desse trabalho, é caracterizada pela ocorrência de um intervalo entre as capturas das
imagens. Este intervalo não tem duração especı́fica, mas em geral costuma ser superior
a um dia, no qual a pessoa observada pode ter trocado de roupas ou sofrido pequenas
mudanças na aparência. As mudanças na aparência ocorridas entre as capturas de
imagens representam um desafio adicional, pois as cores e texturas das roupas, que
são as caracterı́sticas mais comumente utilizadas para reidentificação, não podem ser
utilizadas como elementos discriminantes.

Este trabalho investiga uma solução para o problema da reidentificação de pessoas
em longo prazo por meio da utilização de caracterı́sticas da face e da forma de caminhar
das pessoas como entradas para um modelo de aprendizado de máquina baseado em
redes neurais. A hipótese avaliada é que a combinação destas caracterı́sticas permitam
que o modelo despreze ou minimize o efeito das trocas de roupas e ao mesmo tempo
valorize as caracterı́sticas motoras.

Os resultados obtidos mostram que a combinação das caracterı́sticas melhoram o
desempenho da reidentificação em curto prazo e também podem ser utilizadas para o
reconhecimento de pessoas em longo-prazo.

Palavras-chave: Gait energy image; GEI; Reconhecimento facial; Transfer learning;
Multitask learning; Redes neurais convolucionais; reidentificação de pessoas; longo prazo



ABSTRACT

Long Term Person Re-identification Using Multimodal Features

Person re-identification (ReID) consists in comparing images containing people,
acquired by multiple cameras with non-overlapping views, and inferring if the people in
the images are the same. The problem is more complex than it seems, because the
images are prone to great differences in illumination, viewpoint, camera optics, and also
partial occlusion, self-occlusion, confusing backgrounds and other challenges. Long-term
re-identification, which is the subject of this work, is characterized by the occurrence of an
interval between the image captures. This interval has no specific duration, but, in general,
it’s greater than 24 hs. In such period, the person being reidentified might have changed
clothes or have some minor changes in appearance. This long interval adds complexity to
the original ReID challenge because the colors and textures of the clothes, which are the
most used features for person reidentification, can’t be used as discriminative elements.

This work investigates a solution to the problem of long-term person re-identification
by using gait and face characteristics of the person as input features for a machine learning
model based on neural networks. The hypothesis to be evaluated is that the combination
of gait and face characteristics can have the machine learning model to ignore or minimize
the effect of changing clothes and, at the same time, value the motion characteristics.

Our results show that the combination of multi modal input characteristics improves
the performance of short-term person reidentification and can also be used for long-term
person reidentification.

Keywords: Gait energy image; GEI; facial recognition; Transfer learning; convolutional
neural networks; person reidentification; long term
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área: CVPR, ICCV e ECCV [Wu et al., 2019]. 2

Tabela 2 – Diferentes modalidades de transferência de aprendizado, onde

“Reg.” denota regressão, “Clas.” denota classificação, “Agr.” sig-

nifica agrupamento (clusterização) e “RD” denota redução de

dimensionalidade. Adaptado de [Pan and Yang, 2010]. 10

Tabela 3 – Principais datasets para reconhecimento de GEI, com correspon-

dentes quantidades de identidades e horas de vı́deo disponı́veis. 15

Tabela 4 – Principais datasets para ReID de pessoas em domı́nio público,

com correspondentes quantidades de identidades e sequências,
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1- Introdução

Esta dissertação propõe uma nova abordagem para o problema da reidentificação

de pessoas em longo prazo (ReID-LP). Na abordagem proposta, as técnicas de reconheci-

mento facial e reconhecimento de Gait Energy Image (GEI) (do inglês Gait Energy Image)

são utilizadas para obter vetores de caracterı́sticas que, combinados, serão utilizados

com o propósito de reconhecer indivı́duos em longo-prazo.

A reidentificação de pessoas (ReID) consiste em processar imagens de pessoas,

obtidas por múltiplas câmeras com campos de visão não sobrepostos, como as utilizadas

em circuitos-internos de TV, e inferir se as pessoas nessas imagens são as mesmas ou

não [Baabou et al., 2018]. Trata-se de um problema mais complexo do que aparenta, pois

as imagens comparadas por diferentes câmeras costumam apresentar grandes diferenças

na iluminação, no ângulo de captura, nas caracterı́sticas óticas das lentes utilizadas, além

de oclusão parcial, auto-oclusão, planos de fundos confusos e outros complicadores [Li

et al., 2014]. A ReID-LP, que é o foco desse trabalho, é caracterizada pela ocorrência de

um intervalo entre as capturas das imagens maior que aquele que caracteriza o ReID de

curto-prazo. [Zhang et al., 2018; Hasan and Babaguchi, 2016]. Trata-se de um intervalo

sem duração especı́fica, embora seja, em geral, superior a um dia, no qual a pessoa

observada pode ter trocado de roupa ou sofrido pequenas mudanças na aparência (tal

como o surgimento de uma barba ou o uso de óculos escuros). Esse maior intervalo

entre as capturas de imagens representa um desafio adicional, pois as cores das roupas

e texturas, que são caracterı́sticas muito utilizadas para reidentificação, não podem ser

usadas.

Para reidentificar pessoas em longo prazo, é necessário encontrar caracterı́sticas

que não sejam baseadas apenas em aparências, pois as pessoas podem ter trocado de

roupas ou estar carregando acessórios diferentes entre as capturas de imagens [Zhang

et al., 2018]. Caracterı́sticas como a cor da roupa, por não serem constantes, não ajudam

no caso de reidentificação de longo prazo.

A principal proposta desta dissertação consiste na utilização de GEIs, combinadas

com caracterı́sticas da face, ambas obtidas à distância, sem que a pessoa se submeta

ativamente à captura de imagens. As GEIs, calculadas por meio da média de silhuetas
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sobrepostas, representam o padrão de movimentação da pessoa ao caminhar. Tal padrão

é bastante idiossincrático, além de não variar significativamente para uma mesma pessoa

[Ju Han et al., 2006]. Argumentamos que, embora as imagens da face, quando obtidas

lateralmente e a distância, não sejam suficientes para obter uma boa identificação da

pessoa, tais imagens potencializam a acurácia da inferência, quando combinadas com as

GEIs.

Do ponto de vista computacional e de forma resumida, o problema da ReID

consiste em comparar a imagem de uma determinada pessoa com imagens de outras

pessoas armazenadas em uma galeria. Na comparação, atribuem-se scores a cada

item da galeria, correspondentes às probabilidades de semelhança com a imagem de

referência. O elemento com score mais alto, identifica quem é a pessoa na imagem

de referência. Esse processo é amplamente utilizado em problemas de classificação

multiclasse [Har-Peled et al., 2002; Bucak et al., 2009].

O objetivo deste trabalho é comprovar a eficácia da combinação de redes neu-

rais, GEIs e reconhecimento facial na tarefa de reidentificar pessoas em sequências de

imagens obtidas em diferentes dias, por múltiplas câmeras. A ReID, seja ela em curto

ou longo prazo, é um tema de pesquisa com potencial de aplicação em diversas áreas,

como por exemplo robótica e inteligência artificial, autenticação de usuários, segurança

patrimonial e segurança pública, entre outras. Ademais, a ReID vem capturando cada vez

mais o interesse dos pesquisadores e foi elencada em relatório recente do Institute for

Scientific Information como uma “fronteira da ciência”. Podemos perceber a relevância do

ReID pelo aumento expressivo na quantidade de artigos relacionados ao tema, conforme

exemplificado na Tabela 1 [Wu et al., 2019].

2010 2011 2012 2013 2014 2015 2016 2017 2018

1 1 1 3 6 14 19 26 46

Tabela 1 – Quantidade anual de artigos relacionados a reidentificação de pessoas apre-
sentados em três das principais conferências da área: CVPR, ICCV e ECCV [Wu et al.,
2019].

Os avanços cientı́ficos na tarefa de reidentificação de pessoas vêm da aplicação

de novas técnicas para extrair as caracterı́sticas (feature extraction) que distingam da

melhor forma possı́vel a pessoa na imagem ou vêm do desenvolvimento de novos

algoritmos para comparar a imagem de referência, a probe image, com as da galeria
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(distance metric) [Karanam et al., 2019]. Nesse trabalho, duas técnicas de extração de

caracterı́sticas são combinadas para viabilizar uma reidentificação robusta de pessoas

em longo prazo: GEI e reconhecimento facial. A primeira consiste em capturar a forma da

pessoa, por meio da sobreposição de silhuetas extraı́das de sequências de imagens. A

segunda, o método de identificação mais frequentemente utilizado, consiste em identificar

pessoas por sua aparência facial . Entretanto, ao contrário do trabalho apresentado em

[Jayaraman et al., 2020], no contexto desta dissertação, as imagens não são obtidas por

câmeras frontais e sim por câmeras posicionadas em ângulos oblı́quos e à média distância.

Isoladamente, na tarefa especı́fica de ReID-LP, tanto a GEI quanto o reconhecimento

facial dificilmente produziriam resultados expressivos mas, utilizadas em conjunto, as duas

técnicas apresentam resultados semelhantes ou superiores aos trabalhos de referência.

1.1- Publicações

O autor desta dissertação publicou, ao longo da pesquisa, dois artigos em

periódicos:

1. Felipe X. Viana, Gabriel M. Araujo, Milena F. Pinto, Jefferson Colares, Diego B.

Haddad. “Aerial Image Instance Segmentation Through Synthetic Data Using Deep

Learning”, Learning & Nonlinear Models, pp. 35-46, Out. 2020.

2. Lucas P. R. da Silva, José V. G. de Souza, Jefferson Colares, Amaro A. de Lima,

Diego B. Haddad. “Bias-compensated FX-LMS algorithm”, Electronics Letters, 56,

(24), pp. 1340-1343, Nov. 2020.

1.2- Estrutura da Dissertação

O restante da presente dissertação é organizado em capı́tulos, a seguir descritos:

O Capı́tulo 2 descreve um referencial teórico, o qual oferece mais detalhes sobre as

tecnologias mobilizadas neste trabalho. O Capı́tulo 3 disserta sobre outros trabalhos
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relacionados. O Capı́tulo 4 apresenta a metodologia utilizada na pesquisa e o Capı́tulo 5

condensa os resultados desta dissertação. Por fim, o Capı́tulo 6, de conclusões, articula

as considerações finais e trabalhos futuros.
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2- Referencial Teórico

Como anteriormente dito, esta dissertação une duas técnicas de extração de

caracterı́sticas: reconhecimento de GEIs e reconhecimento facial. Tais caracterı́sticas

combinadas alimentam uma rede neural, projetada de forma a possibilitar a reidentificação.

Este capı́tulo descreve estas duas técnicas principais, as redes neurais e mais outras

utilizadas neste trabalho, de modo a elucidar as ferramentas consideradas para o objetivo

final de ReID-LP.

2.1- Redes neurais

Dotar máquinas com a capacidade de aprendizado autônomo é um dos principais

temas de pesquisa cientı́fica em computação há muitos anos. As redes neurais artificiais

são uma de suas principais ramificações, tendo sido tema de pesquisa teórica desde os

anos 60 [Uttley, 1966]. O estudo dessas redes obteve grandes avanços a partir dos anos

80 e mais recentemente, com o trabalho de pesquisadores como Yann LeCun e Yoshua

Bengio [LeCun and Bengio, 1998]. [Wang, 2003] apresenta todos os conceitos-chave e

discorre sobre como ocorre o aprendizado nestas redes.

O estudo da visão computacional consiste em fazer com que o computador per-

ceba significado em imagens. Esse ramo de estudo encontrou nas redes neurais uma

poderosa ferramenta. Utilizando as redes neurais, é possı́vel encontrar o significado

das imagens de entrada com relativa confiabilidade através da extração informações

de alto nı́vel. O fato de que redes neurais de múltiplas camadas são capazes de apro-

ximar qualquer função matemática “bem comportada” é uma garantia de seu poder e

expressividade [Hornik, 1991].

Mais recentemente, observou-se que as camadas iniciais de uma rede neural, após

o treinamento, se transformam em extratores de caracterı́sticas (feature extractors) [LeCun

and Bengio, 1998], o que significa que a utilização dessas redes para o reconhecimento

de imagens pode dispensar a necessidade de desenvolver manualmente esses extratores
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por meio de conhecimento a priori. A extração automática de features com redes neurais,

além de mais fácil de implementar, é não raro mais eficiente do que os métodos manuais

[Seide et al., 2011].

A adição da operação de convolução nas camadas iniciais da rede neural deu

origem às redes neurais convolucionais (CNNs, do inglês convolutional neural networks),

que possibilitaram um salto de qualidade na capacidade de reconhecer (classificar)

objetos em imagens. A operação matemática de uma CNN é brevemente descrita a seguir,

baseando-se fortemente na formulação de [Wu et al., 2017]. Uma CNN é composta por

uma série de estágios encadeados. Cada um destes estágios pode ser decomposto

em operações sucessivas de diferentes camadas, as quais incluem um banco de filtros

(responsáveis por efetuar a operação de convolução espacial), uma função de ativação

não-linear, uma camada de pooling espacial e, por vezes, uma camada de normalização.

Uma camada de convolução (convolution layer ) pode ser derivada de uma ca-

mada completamente conectada (fully connected) por meio de duas simplificações, res-

ponsáveis por reduzir o número de parâmetros ajustáveis. A primeira destas simplificações

impõe localidade espacial, de modo que os neurônios são conectados apenas a regiões

locais da camada imediatamente pregressa. Por essa razão, este tipo de camada é

também chamado de camada localmente conectada. O próximo passo de simplificação

compartilha os mesmos pesos sinápticos ao longo de todas as localizações espaci-

ais. Com estes passos, temos por fim uma camada de convolução. Como funções de

ativação não-lineares, podemos utilizar a função logı́stica (f(x) = 1
1+e−x ), a hiperbólica

(f(x) = tanh(x)) e a rectified linear unit (ReLU, descrita por f(x) = max(0, x)), entre

outras.

Em termos matemáticos, assumindo a adoção da ReLU e sabendo que H0

armazena os dados de entrada originais, a l-ésima camada de convolução H l de uma

rede neural convolucional pode ser descrita como

H l = pool (max(0,W l ⊗H l−1 + bl)) , (1)

onde ⊗ denota a operação de convolução, H l−1 é a entrada obtida da camada imedi-

atamente anterior, H0 armazena os dados de entrada originais, W l contém diversos

filtros espaciais e bl contém os biases (ou termos polarizadores) compartilhados entre as

diferentes localizações espaciais. Note que a cada mapa de caracterı́stica (feature map)
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em H l corresponderá um filtro em W l, bem como uma entrada em bl (ou seja, o bias).

Uma rede neural para classificação de imagens pode ser “alimentada” com uma

quantidade suficiente de amostras e, a partir delas, aprender a extrair automaticamente

as features relevantes para reconhecer objetos ou animais com grande acurácia, como

demonstrado em [Krizhevsky et al., 2012].

A utilização de redes neurais na tarefa especı́fica de reidentificação de pessoas

em longo prazo exige um dataset com exemplos apropriados para esse fim, a saber,

imagens de pessoas capturadas em diferentes momentos, utilizando diferentes roupas

e acessórios. Utilizando tal dataset para o treinamento, a rede seria capaz de perceber

features relevantes, que sejam idealmente independentes de aspectos que se modifiquem.

A dificuldade em obter datasets com quantidade e variedade adequadas de exemplos é

uma das maiores dificuldades deste tema de pesquisa [Wu et al., 2019]. Alguns dos mais

relevantes trabalhos na área precisaram preparar seus próprios datasets e estes, até o

presente momento, não estão disponı́veis para a comunidade cientı́fica, particularmente

para o problema considerado nesta dissertação se debruça, a reidentificação de longo

prazo.

2.1.1 Transfer Learning

Uma forma de contornar o problema da indisponibilidade de datasets reside ma

adoção de estratégias de transfer learning, as quais são, muitas vezes, capazes de garantir

um bom desempenho sem exigir custosos esforços de anotação manual de dados1. O

procedimento de transferência de aprendizado emula o sistema visual humano ao aplicar

conhecimento a priori em domı́nios correlatos quando novas tarefas são necessárias no

novo domı́nio [Shao et al., 2015].

Métodos de aprendizagem de máquina tradicionais assumem que os dados de

treinamento e de teste são oriundos do mesmo espaço de caracterı́sticas e, portanto, apre-

sentam a mesma distribuição. Seja um domı́nio D, o qual consiste de dois componentes:

um espaço de caracterı́sticas X e uma distribuição de probabilidade marginal P (X), onde

X = {x1, . . . , xn} ∈ X . Tomado como exemplo o caso de algum algoritmo de aprendizado

1A discussão a seguir é fortemente baseada em [Pan and Yang, 2010].
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de máquina que almeja estimar a nota que um especialista daria a amostras de café,

cada elemento xi (para i ∈ {1, . . . , n − 1}) corresponderia ao vetor de caracterı́sticas

referente à i-ésima amostra de café no conjunto de dados de aprendizagem.

Um domı́nio pode ser inteiramente especificado pelo conjunto D = {X , P (X)},

o que significa que dois domı́nios podem ser diferentes se apresentarem espaços de

caracterı́sticas distintos ou, no caso em que estes são idênticos, se suas distribuições

P (X) diferirem. A partir de um determinado domı́nio D = {X , P (X)}, uma tarefa T

consiste de dois componentes:

• Um espaço de rotulagem Y;

• Uma função objetivo de predição f(·).

Assim, pode-se denotar, sem ambiguidade, uma tarefa T por T = {Y, f(·)}, na

qual a função f(·) normalmente é desconhecida. No exemplo supracitado da classificação

automática de amostras de café, a função f(·) mapearia um vetor de caracterı́sticas xi ∈

X em um valor (seja este escalar ou vetorial) yi ∈ Y , onde yi seria a nota (possivelmente

numérica) associada à i-ésima amostra de café. Num problema de classificação binária,

yi poderia assumir dois valores, como “falso” e “verdadeiro”.

Normalmente, as abordagens de transfer learning admitem a existência de dois

domı́nios: um relacionado ao conjunto de dados da fonte (DS, sendo S usado para

denotar source) e outro relacionado ao conjunto de dados do alvo (DT, sendo T usado

para denotar target). Assim, os dados no domı́nio da fonte são dados por:

DS = {(xS1
, yS1

), . . . , (xSns
, ySns

)}, (2)

onde assume-se que o conjunto de dados da fonte contém ns instâncias. Similarmente,

os dados no domı́nio do alvo encontram-se no conjunto

DT = {(xS1
, yS1

), . . . , (xSnT
, ySnT

)} (3)

onde nT é o conjunto de instâncias do conjunto de dados no alvo.

Tais conceitos nos permitem definir o procedimento de transfer learning:

Definição. Dado um domı́nio da fonte DS, uma tarefa de aprendizado respectiva

TS, um domı́nio do alvo DT e uma tarefa de aprendizado respectiva TT, um procedimento

de transferência de aprendizado tem como objetivo melhorar o aprendizado da função
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preditiva alvo fT(·) em DT usando o conhecimento em DS e TS, onde DS 6= DT e/ou

TS 6= TT.

Um dos tipos de transfer learning é o multitask learning [Pan and Yang, 2010], no

qual uma única rede2 é treinada para mais de uma tarefa ao mesmo tempo, potencia-

lizando a capacidade de generalização para ambas as tarefas. Por exemplo, pode-se

treinar a rede neural alimentando-a simultaneamente com imagens de faces, para re-

conhecimento facial, e com GEIs, para reconhecimento através da forma de caminhar.

Observa-se que frequentemente a rede se vale de um aprendizado para potencializar o

outro, melhorando sua capacidade de generalização nos dois domı́nios.

O sucesso de um modelo de machine learning pode ser avaliado de grosso modo,

por sua acurácia. A acurácia do modelo, por sua vez, é limitada pela qualidade do dataset

utilizado no treinamento, já que é a partir do próprio conjunto de dados que a rede neural

aprende as caracterı́sticas relevantes para classificar os objetos.

A qualidade de um dataset é determinada por dois fatores: pela quantidade de

elementos diversos (isto é, sua heterogeneidade) que ele contém; e pela qualidade de

suas anotações. No caso de um dataset para visão computacional, as anotações incluem

a delimitação da área da imagem onde se encontra o objeto de interesse então, a acurácia

com que esta área é delimitada determina a qualidade da anotação.

Um dos maiores problemas para o desenvolvimento de redes neurais eficientes

é a pouca disponibilidade de datasets de qualidade. Como vimos, uma das formas

de contornar esse problema é aplicar a técnica de transfer learning, pois enquanto o

aprendizado tradicional busca aprender as tarefas do zero, o transfer learning busca

transferir o aprendizado de tarefas anteriores para tarefas onde há menos disponibilidade

de dados [Pan and Yang, 2010]. Desta forma é possı́vel conseguir que o modelo apresente

bons resultados mesmo no cenário onde há menos dados.

Grosso modo, para se utilizar transfer learning, é necessário treinar a primeira

rede para uma determinada tarefa, utilizando o dataset inicial DS (com mais informações).

Nessa primeira etapa é utilizado um algoritmo de treinamento para ajustar os parâmetros

do modelo. Em seguida, substituı́mos a última camada da rede neural por uma nova, mais

apropriada para desempenhar a tarefa no novo domı́nio. Finalmente, reutilizamos todas

as camadas ocultas aprendidas nos dados no domı́nio da fonte DS e efetuamos novo

treinamento dessa camada, usando o dados no domı́nio do alvo DT [Lu et al., 2015a].
2Embora em tese diversos algoritmos de aprendizagem de máquina possam ser utilizados em transfer

learning, doravante restringiremos a discussão a redes neurais.
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Modalidade Áreas Correlatas Rótulos na Entrada Rótulos no alvo Tarefas
Indutiva Multitarefa Disponı́vel Disponı́vel Reg., Clas.
Indutiva Auto-aprendizado Não disponı́vel Disponı́vel Reg., Clas.

Transdutiva Adaptação de domı́nio Disponı́vel Não disponı́vel Reg., Clas.
Não supervisionada - Não disponı́vel Não disponı́vel Agr. e RD.

Tabela 2 – Diferentes modalidades de transferência de aprendizado, onde “Reg.” denota
regressão, “Clas.” denota classificação, “Agr.” significa agrupamento (clusterização) e
“RD” denota redução de dimensionalidade. Adaptado de [Pan and Yang, 2010].

Num nı́vel mais intuitivo, digamos que, por exemplo, haja um dataset muito vasto

de imagens de maçãs, mas que a tarefa desejada é a classificação de kiwis, para a qual

não temos muitas imagens disponı́veis. Nesse caso, o procedimento do transfer learning

consiste em treinar uma rede neural para classificar maçãs e depois reutilizá-la inteira na

tarefa de classificação de kiwis, adotando os parâmetros obtidos no treinamento original.

Para que a rede original possa ser útil na nova tarefa, sua última camada é substituı́da, e

treinada com o dataset de kiwis. Ao final, a classificação de kiwis pode ser realizada com

maior acurácia do que se fosse utilizado apenas o dataset de kiwis, porque a rede neural

treinada com maçãs ainda é capaz de extrair caracterı́sticas que são relevantes para a

classificação de kiwis.

As técnicas de transfer learning se apresentam em três modalidades distintas:

o primeiro é o transfer learning indutivo. Nele, a tarefa de origem é diferente da tarefa

destino, independente se os domı́nios são iguais ou não. No segundo tipo, o transfer

learning transdutivo, a tarefa é a mesma na origem e no destino, mas os domı́nios são

diferentes. No terceiro tipo, o transfer learning não-supervisionado, a tarefa no destino

é diferente, mas apresenta relação com a tarefa na origem, enquanto os domı́nios não

contém rótulos, tanto na origem quanto no destino (veja Tab. 2).

A forma como o transfer learning será empregado neste trabalhado será detalhada

no Cap. 4. Em resumo, ao treinar as redes neurais utilizando datasets especializados

em faces e GEIs, pretendemos aplicá-las a outros datasets, desenvolvidos para ReID

de pessoas, como extratores de caracterı́sticas. Essa operação caracteriza um transfer

learning na modalidade transdutiva, já que a tarefa, predição, estimada pela rede neural

convolucional, é preservada.
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2.2- Gait Energy Image

Uma das principais aplicações do reconhecimento de pessoas em longo prazo

são os sistemas de monitoramento e segurança. Dotar um sistema de vigilância com a

capacidade de reconhecer suspeitos ou pessoas de interesse em imagens captadas pela

rede de câmeras pode representar um grande avanço na área. Diferentemente de outras

aplicações, como as de controle de acesso por exemplo, os sistemas de vigilância não

podem contar com dados fornecidos antecipadamente e voluntariamente pela pessoa de

interesse, como digitais, fotos da face ou outros tipos de dados biométricos. Por esse

motivo, o ReID de longo prazo só pode contar com soft biometrics, dados biométricos que

podem ser obtidos sem a colaboração explı́cita do sujeito.

O modo de caminhar é uma caracterı́stica biométrica individual que pode ser

usada com sucesso para reidentificar pessoas. Por muitos anos, diversas abordagens

vêm sendo desenvolvidas para, a partir de sequências de imagens, extrair de forma

cada vez mais eficiente as caracterı́sticas que distinguem a marcha de cada pessoa.

Essas abordagens são classificadas em dois grupos [Singh et al., 2018]: model-based e

model-free.

As abordagens baseadas em modelos, as model-based, buscam obter parâmetros

como o tamanho, posição, ângulo e distância relativa de membros e articulações do

corpo humano para gerar um modelo que represente a marcha individual de cada pessoa

[Han et al., 2017]. Já as abordagens model-free são baseadas em aparência e apenas

segmentam a figura humana na imagem, gerando silhuetas das quais são extraı́das as

caracterı́sticas para distinguir os indivı́duos. [Yao et al., 2019]. Uma dessas abordagens

utiliza Gait energy images (GEIs).

As GEIs são imagens obtidas calculando-se a média de silhuetas sobrepostas.

Uma silhueta é obtida a partir de uma imagem de uma pessoa e contém apenas a área

da imagem ocupada pelo contorno da pessoa preenchida em cor branca, contra um fundo

totalmente preto. Convertendo-se uma sequência de imagens da pessoa caminhando

em silhuetas e sobrepondo-as de modo a formar uma única imagem, obtemos uma

representação do caminhar da pessoa, onde as partes com maior movimentação, como

as pernas e braços, são representadas em cor branca mais fraca, como que transparentes,

enquanto as áreas que se movimentam menos ao caminhar, como o tronco e a cabeça,
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são representadas em um branco mais forte, quase sólido. Essa representação é a GEI.

A Figura 1 mostra diversas silhuetas obtidas a partir de cada frame de duas sequências

de vı́deo. No último quadro de cada linha linha, há uma GEI, que é formada pelo cálculo

do valor médio dos pixels das silhuetas.

Figura 1 – Exemplo de como as silhuetas são combinadas para formar a gait energy
image (GEI), na última coluna [Ju Han et al., 2006].

As GEIs combinam em uma única imagem múltiplas poses da pessoa durante

o ciclo de caminhada. Desta maneira, a informação temporal do ciclo é perdida, mas a

individualidade do movimento de cada pessoa é preservada. A CGI (Chrono Gait Image),

uma variante da GEI proposta em [Wang et al., 2010], codifica a informação temporal

em cores distintas para cada etapa do ciclo. Avaliações realizadas em [Wu et al., 2017]

sugerem que a preservação da informação temporal pode produzir melhores resultados.

2.2.1 Extração de GEIs

Inicialmente, obtém-se as sequências de imagens de onde são extraı́das as

silhuetas. Elas podem ser capturadas por câmeras de vı́deo comuns (RGB), câmeras

infra-vermelho (RGB-IR) ou mesmo câmeras 3D (RGB-D). Entretanto, este último tipo de

câmera captura também a profundidade, sendo por isso mais utilizado em abordagens

model-based, como a apresentada em [Yao et al., 2019]. No presente trabalho, buscando

aumentar a aplicabilidade da técnica proposta, são analisadas apenas imagens obtidas

por meio de câmeras comuns (RGB), como as que são comumente utilizadas em sistemas

de vigilância e monitoramento. Embora tal escolha torne o problema mais desafiador, tem
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como vantagem aumentar o escopo de aplicações da solução proposta.

Depois de capturar as imagens, ainda como parte do pré-processamento, é

necessário gerar as silhuetas das figuras humanas nelas encontradas. Para isso, pode

ser aplicada a técnica de segmentação semântica por meio de uma rede neural treinada

para reconhecer uma classe: pessoa.

Uma única sequência de imagens pode conter frames suficientes para originar

diversas GEIs. O frame em que as pernas encontram-se mais próximas uma da outra

marca o inı́cio do “gait cycle”. As duas ocorrências seguintes dessa distância máxima

marcam o meio e o final do ciclo completo, respectivamente. Todas as silhuetas de um

ciclo de marcha completo são sobrepostas para compor cada GEI.

Após a segmentação, é necessário fazer a normalização e o alinhamento. A

normalização consiste em redimensionar as silhuetas de modo que todas tenham a

mesma altura, porém mantendo a largura proporcional. O alinhamento, por sua vez,

refere-se ao alinhamento horizontal das silhuetas, utilizando como referência o centroide

de sua parte superior [Sarkar et al., 2005]. Ao final desta etapa, tem-se uma sequência

de silhuetas alinhadas que pode ser utilizada para a obtenção da GEI. Em termos

matemáticos, a GEI pode ser definida como:

GEI(x, y) = 1/s
s∑

t−1

F t(x, y), (4)

onde s denota o número total de frames em um ciclo de marcha e F t representa a silhueta

em um momento t e o par ordenado (x, y), os pixels em cada frame da silhueta.

Ao sobrepor as silhuetas, diversos cálculos podem ser aplicados. Da aplicação

da média entre as imagens, obtém-se a GEI [Liu and Sarkar, 2004; Ju Han et al., 2006].

No entanto, outras abordagens mais sofisticadas podem ser utilizadas, como veremos

adiante.

Além da GEI, vários outros métodos foram desenvolvidos para extrair features de

silhuetas, como por exemplo, a GEnI (Gait Entropy Image) [Bashir et al., 2010], que calcula

a entropia em vez da média das silhuetas; o SGEI (Skeleton GEI), que estima a posição

de pontos de interesse nas silhuetas formando esqueletos e deles extrai GEIs, com o

objetivo de minimizar o impacto das roupas e acessórios na acurácia do modelo [Yao

et al., 2019] e a CGI (Chrono Gait Image), que busca preservar a informação temporal do

ciclo de marcha utilizando cores diferentes para os contornos das silhuetas [Wang et al.,
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2010] e mais inúmeros outros, descritos detalhadamente em [Singh et al., 2018].

O desempenho das abordagens do tipo model-free é afetado por variações nas

roupas, acessórios e calçados. A Fig. 2 exemplifica alguns tipos de variância que uma

GEI de um mesmo indivı́duo pode sofrer. Entretanto, o fator que mais afeta a acurácia dos

modelos é a variação no ângulo de visão da câmera no momento da captura das silhuetas.

As técnicas utilizadas para criar modelos view-invariant são muito variadas mas, em

geral, se dividem em: abordagem generativa baseada em modelos de transformação da

visão (view transformation model, VTM) [Wu et al., 2018; Zheng et al., 2011], abordagens

baseadas em galerias multi-visão, invariância baseada em caracterı́sticas e abordagens

baseadas em sub-espaços invariantes a ângulo de visão.

A maioria das abordagens citadas utiliza GEIs obtidas por câmeras posicionadas

próximo ao chão. Neste trabalho, consideramos que as câmeras podem estar posiciona-

das mais alto, como em geral ocorre com câmeras de vigilância.

Figura 2 – Variância de GEIs de um mesmo indivı́duo em múltiplos ângulos de visão: Na
primeira linha, caminhando normalmente, na segunda, usando um casaco, na terceira,
carregando uma bolsa [Wu et al., 2017].

Os principais datasets utilizados para reconhecimento de GEIs são obtidos em

ambiente controlado e contêm pouca variação em quantidade de pessoas. A tabela 3,

adaptada de [Xu et al., 2017], lista os datasets. Os datasets que apresentam maior

quantidade de indivı́duos não possuem muita variação nos ângulos de captura [Iwama

et al., 2012; Xu et al., 2017].
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Dataset Indivı́duos Horas de vı́deo
SOTON Small database 12 -
SOTON Large database 115 -

SOTON Temporal 25 -
USF dataset 122 -

CASIA dataset A 20 -
CASIA dataset B [Yu et al., 2006] 124 -

CASIA dataset C 153 -
OU-ISIR Treadmill dataset A 34 0,9
OU-ISIR Treadmill dataset B 68 4,6
OU-ISIR Treadmill dataset C 200 8,3
OU-ISIR Treadmill dataset D 185 0,6

OULP dataset [Iwama et al., 2012] 4.016 8,1
OULP Age dataset [Xu et al., 2017] 63.846 44,3

TUM GAID dataset [Hofmann et al., 2014] 305 2,43

Tabela 3 – Principais datasets para reconhecimento de GEI, com correspondentes quanti-
dades de identidades e horas de vı́deo disponı́veis.

2.3- Reconhecimento de Faces

Valendo-se do fato de que a face humana contém rica informação biométrica

[Yan and Song, 2021], o reconhecimento facial consiste em comparar uma imagem de

entrada, que contém um rosto com outras imagens de rostos armazenadas em uma

galeria e identificar quais imagens da galeria correspondem ao mesmo indivı́duo da

imagem de entrada [Lu et al., 2015b]. Em geral, o processo divide-se em três etapas:

detecção e extração da face, extração de features e o reconhecimento propriamente

dito através da comparação das features de duas imagens [Jayaraman et al., 2020]. A

técnica de reconhecimento facial tem atraı́do considerável atenção na comunidade de

visão computacional devido à crescente demanda por aplicações biométricas [Sang et al.,

2021], em especial por evitar a violação de sistemas tradicionais de segurança, tais como

senhas [Plichoski et al., 2021].

Conforme mencionado, é muito comum que a primeira etapa do processo de

reconhecimento seja a detecção da face na imagem. Em outras palavras, cumpre

construir uma bounding box delimitando a região da imagem onde supostamente se

encontra a face que se deseja reconhecer. Um exemplo de bounding box é mostrado

na figura 3. A área da imagem circunscrita pela bounding box é então armazenada

para processamento adicional; o restante da imagem costuma ser descartado. Na etapa
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extração de features, rotineiramente utiliza-se um algoritmo de machine learning para

aprender quais caracterı́sticas da foto são as mais relevantes para a identificação da

pessoa [Taghipour-Gorjikolaie et al., 2020]. Em seguida é realizado o alinhamento da face,

de modo a facilitar a identificação. No alinhamento, a imagem de uma face é movimentada

e deformada de forma a se adequar a um padrão [Zhu et al., 2019]. Em muitos casos, este

alinhamento demanda a detecção dos pontos-chave ou pontos fiduciais (landmark-points.

Ver a Fig.3), como olhos, sobrancelhas e boca, em um vı́deo ou em uma imagem. O

alinhamento é um dos mais pesquisados tópicos na área de visão computacional nas

últimas décadas [Hoang et al., 2021]. O alinhamento pode melhorar significativamente

a eficiência de diversos sistemas de processamento automático de vı́deo, incluindo os

de reidentificação de pessoas [Bansal et al., 2017]. Embora inicialmente as técnicas

de alinhamento tenham se baseado em estruturas pictóricas (por exemplo, detecção do

centro do olho utilizando filtros gaussianos) ou em extensões mais sofisticadas capazes

de modelar grandes mudanças de aparência, posteriormente houve uma convergência

para a adoção de métodos de regressão em cascata [Hoang et al., 2021] e redes neurais

convolucionais [Sun et al., 2013].

A etapa final do processo de reconhecimento facial reside na classificação ou

comparação com as imagens da galeria, que é o reconhecimento, propriamente dito.

Figura 3 – Exemplo de delimitação da área da imagem contendo a face utilizando bounding
box.

O tema reidentificação de pessoas remete imediatamente à técnica de reconheci-

mento facial, pois a imagem da face da pessoa pode ser utilizada para sua identificação.

Entretanto, para a aplicação proposta neste trabalho, é necessário levar em consideração

que as imagens são obtidas utilizando câmeras de vigilância comuns e, por esse motivo,

temos:
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• Imagens das faces obtidas através de câmeras de vigilância comuns, usualmente

posicionadas à distância, em condições não-controladas (”in the wild” );

• Imagens das faces com pouca nitidez e em tamanho reduzido;

• Grande variância nas condições de iluminação e no ângulo de captura da imagens;

• Longo intervalo entre duas capturas de imagens, a ponto de a pessoa a ser reco-

nhecida ter mudado de aparência ou envelhecido.

À primeira vista, a técnica de reconhecimento facial não aparenta ser muito ade-

quada a esse tipo de aplicação, já que cenários sobre os quais o controle é limitado são

desafiadores [Wu et al., 2021; Hu et al., 2021] e mudanças de perspectiva são um dos prin-

cipais fatores a reduzir o desempenho de algoritmos de reconhecimento de faces [Zhang

et al., 2021]. No entanto, há estudos que mostram que imagens de tamanho tão pequeno

quanto 30 pixels podem ser utilizadas para obter diversas informações biométricas sobre

o indivı́duo analisado, como por exemplo, sexo, idade ou etnia [Bobeldyk and Ross, 2019].

Assim sendo, nesta dissertação optamos por utilizar o reconhecimento facial como técnica

auxiliar no reconhecimento de pessoas em longo prazo, respeitando suas limitações.

Uma dessas limitações é o fato de que a maioria das técnicas de reconhecimento de

imagens é otimizada para faces presentes em imagens e não em vı́deos. No caso da

utilização de vı́deos, podem ocorrer problemas de borramento e perda de foco [Ding

and Tao, 2018]. Ademais, parte significativa dos trabalhos, quando contemplam alguma

variação (como pose ou iluminação) à qual as faces podem estar sujeitas, enfoca uma

variação particular e assume a ausência das outras, numa estratégia de “dividir para

conquistar” que prejudica o projeto de um classificador robusto e genérico [Geng et al.,

2008].

Como mencionado anteriormente, a utilização de uma rede neural convolucional

para o reconhecimento facial elimina a necessidade de desenvolver manualmente os

extratores de caracterı́sticas, uma vez que as camadas iniciais da rede aprenderão a

realizar essa tarefa durante a etapa de treinamento. Entretanto, por essa mesma razão, o

desempenho final da rede depende da base de dados utilizada para o seu treinamento.

Um conjunto de dados com pouca variação não será suficiente para que a rede neural

tenha uma boa generalização. É fundamental, portanto, treinar a rede utilizando um bom

conjunto de dados, ou ainda, treiná-la usando mais de um dataset.
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Antes que se possa executar a atividade de reconhecimento facial, é necessário

localizar a posição do rosto na imagem. Essa atividade é conhecida como detecção

[Zafeiriou et al., 2015]. Existem diversos modelos de redes neurais especializados na

detecção de diferentes tipos de objetos, animais e plantas. No caso especı́fico de

detecção facial, o modelo mais amplamente difundido, por sua eficiência computacional

e desempenho, é conhecido como “Viola-Jones” [Viola and Jones, 2004]. Esse modelo,

bem como a maioria de seus similares, é bastante eficiente na detecção de faces em

posição frontal. Entretanto, para este trabalho, o modelo de detecção utilizado deve ser

capaz de detectar faces em diversos ângulos; em outras palavras, deve ser invariante à

pose (pose-invariant).

É interessante notar que, podendo ser avistado em diferentes dias, o indivı́duo

em análise poderá estar ora mais próximo, ora mais distante da câmera. Por este motivo,

durante o processamento, quando as áreas das imagens contendo as faces detectadas

forem redimensionadas para o tamanho padrão de entrada da rede, isso resultará em

imagens com resoluções distintas representando o mesmo indivı́duo. Dessa forma,

a capacidade de detectar e reconhecer faces em imagens com múltiplas resoluções

(multi-resolution) mostra-se bastante relevante para o bom desempenho geral do modelo

utilizado.

No contexto desta dissertação, em que estaremos utilizando redes neurais em

todas as etapas do processo, é importante que o modelo utilizado para detecção facial

seja treinado com um dataset que contenha imagens de pessoas capturadas em múltiplos

ângulos. Desejamos que a rede adquira uma habilidade de generalização suficiente

para que possa ser posteriormente empregada no reconhecimento de pessoas em longo

prazo.

2.3.1 Combinação de Reconhecimento facial e Gait Energy Image

O objetivo é combinar as saı́das de duas redes neurais especializadas e utilizá-las

como entrada para uma nova rede neural, esta sim, especializada em reidentificação de

pessoas. Para o reconhecimento de face, é necessário localizar e limitar a área contendo

a face de cada indivı́duo em cada um dos frames da sequência. No entanto, para obter
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uma única GEI, múltiplos frames precisam ser combinados. Como resultado, temos para

cada indivı́duo múltiplas imagens de faces e apenas uma GEI. Para as faces utilizamos a

técnica da detecção, que consiste em extrair da imagem original um segmento retangular

que contém a face, como mostrado na Figura 4. Já para a obtenção das silhuetas, é

necessário utilizar segmentação, que é uma técnica que identifica os pixels que compõem

a figura humana, isolando-os do restante da imagem ao redor [Tu et al., 2006], conforme

pode ser visto na Figura 5.

Figura 4 – Exemplo de detecção facial, adaptado de [Guo et al., 2019]. As faces detectadas
são mostradas com um quadrado vermelho. O algoritmo falha em detectar as faces em
ângulos oblı́quos, como as duas faces no canto inferior direito.

Figura 5 – Exemplos de segmentação. Adaptado de [Zhao et al., 2019].
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2.3.2 Datasets para ReID

A combinação das caracterı́sticas da face e modo de caminhar foi avaliada na

tarefa de reconhecimento de pessoas em longo prazo. Para tanto, é necessário utilizar

datasets especı́ficos para o ReID em longo prazo. Há diversos datasets disponı́veis para

treinamento e avaliação de modelos de ReID de pessoas. Para o objetivo proposto por

esse trabalho, que é reidentificar pessoas em imagens geradas por diferentes câmeras,

em momentos distintos, é importante que o dataset contenha:

• sequências de vı́deo;

• sequências obtidas por múltiplas câmeras;

• múltiplas roupas por indivı́duo;

• mesmos indivı́duos filmados em várias ocasiões.

Dentre os principais datasets de domı́nio público para ReID, os que melhor satisfa-

zem essas condições são os descritos na Tabela 4, sendo que, desses, o mais adequado

à avaliação é o TUM GAID [Hofmann et al., 2014]. O dataset TUM GAID, até onde foi

possı́vel pesquisar, é o único dataset de domı́nio público que contempla trocas de roupas

e captura de dados em múltiplas ocasiões. Uma amostra de seus frames pode ser vista

na figura 6. Existem dois outros datasets com essas caracterı́sticas, porém não estão

disponı́veis para pesquisa. No caso de [Schumann and Monari, 2014], devido a restrições

de confidencialidade.

Dataset Indivı́duos Sequências Câmeras MR MO
PRID2011 [Hirzer et al., 2011] 200 400 2 não não
iLIDS-VID [Wang et al., 2014] 300 600 2 não não
Airport [Karanam et al., 2019] 9.651 n.d. 6 não não
RPIField [Zheng et al., 2018] 112 6.577 12 não não

TUM GAID [Hofmann et al., 2014] 305 3370 1 sim sim

Tabela 4 – Principais datasets para ReID de pessoas em domı́nio público, com correspon-
dentes quantidades de identidades e sequências, número de câmeras e atributos (MR =
múltiplas roupas, MO = múltiplas ocasiões).
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Figura 6 – Amostra do dataset TUM GAID. Cada linha apresenta imagens de um mesmo
indivı́duo, usando diferentes roupas e calçados [Hofmann et al., 2014]
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3- Trabalhos Relacionados

Como descrito no Capı́tulo 2, este trabalho combina diversas técnicas já conheci-

das com o objetivo de aumentar a acurácia na reidentificação de pessoas em longo prazo.

Neste capı́tulo, são examinados alguns trabalhos correlatos. Por propósitos didáticos,

este capı́tulo encontra-se dividido nas seguintes seções: reidentificação de curto prazo,

reidentificação de longo prazo, modo de caminhada e reconhecimento de face e, por fim,

comentários finais.

3.1- Reidentificação de Curto Prazo

Na maior parte das aplicações de ReID de interesse, é necessário detectar a

pessoa de prova de modo automático. Normalmente, tal processo é feito de duas formas

distintas: por meio de subtração de background, ou por meio de abordagens baseadas

em reconhecimento de padrões [Figueira et al., 2016].

Mesmo assumindo uma delimitação precisa da pessoa na imagem, restam ainda

os problemas de variação de iluminação, de perspectiva, das respostas diferentes às

cores em diferentes câmeras e de oclusão, os quais existem mesmo quando os indivı́duos

mantém suas vestimentas ao longo do tempo de captura das imagens [Lee et al., 2017].

O problema da oclusão foi tratado em [Yang et al., 2019], que extrai features espaciais

multidimensionais de representação discriminativa da imagem do pedestre por meio de

LSTMs (Long Short-Term Memory), um tipo particular de rede neural que preserva a

informação temporal. Uma estratégia similar foi adotada por [Song et al., 2020], referência

que introduziu o conceito de imagem chave derivada da sequência de imagens extraı́das

de um único indivı́duo. Em [Guo et al., 2020b], investigou-se a melhora de desempenho de

métodos de re-ranqueamento (reranking) através da análise da relação entre as amostras

mais próximas. A referência [Li et al., 2015] elaborou um sistema baseado em máquinas

de vetores suporte latentes para mapear as relações entre caracterı́sticas de baixo e

médio nı́vel das vestimentas dos indivı́duos,ou seja, utilizando explicitamente as roupas
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como variáveis descritivas dos indivı́duos.

A referência [Zhu et al., 2020] trata do problema de geral de reidentificação

de objetos, enfocando, num contexto da Internet de Veı́culos, pessoas e automóveis.

Tal reidentificação é melhorada mediante a adoção de features profundas aprendidas

de modo parcialmente alinhado (DLPA, do inglês deeply learned part-aligned features)

e do método de incorporação sensı́vel à pose [Sarfraz et al., 2018], que contempla

informação fina e grosseira referente à pose dos pedestres para apresentar um modelo

de reidentificação suficientemente discriminativo. Outra abordagem de extração de

caracterı́sticas é proposta em [Lee et al., 2017], com informações regionais do corpo

sendo capturadas por modelos de misturas de gaussianas dos histogramas de cores, de

modo a representar o modo de cor dominante de cada indivı́duo.

O fato de a extração de features ser limitada devido ao ângulo de captura poder

ser muito distinto entre câmeras diferentes é contornado em [Guo et al., 2020a], por

meio de redes adversárias generativas (GANs), que produzem imagens dos pedestres de

frente, de lado e de trás (ou seja, ocorre uma geração de múltiplas perspectivas de cada

indivı́duo), enquanto um discriminador multi-classes determina se a imagem de entrada é

uma imagem real ou inventada.

A literatura acerca do problema de reidentificação de curto prazo é muito extensa.

No entanto, como essa dissertação tem como objetivo a reidentificação de longo prazo,

as conclusões da literatura de curto prazo podem não ajudar. Por esse motivo, outras

referências relevantes para curto prazo não serão detalhadas.

3.2- Reidentificação de longo prazo

Embora o tema de reidentificação de pessoas venha atraindo cada vez mais

atenção, são poucos os trabalhos que tratam especificamente do tema da reidentificação

em longo prazo (long-term person re-identification), possivelmente devido à extrema

dificuldade do problema. A reidentificação de pessoas é uma tarefa da área de visão

computacional, já que busca dar sentido a imagens obtidas através de câmeras. Já

a reidentificação em longo prazo não pertence necessariamente a essa área, já que

as features mais adequadas a essa tarefa podem estar mais relacionadas à area de
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biometria, que pode utilizar outros tipos de sensores para capturá-las. Em geral, as

técnicas de reidentificação podem ser categorizadas entre as que focam na representação

(ou obtenção de features apropriadas) [Gray and Tao, 2008]; no aprendizado de métricas

de distância [Köstinger et al., 2012; Li and Wang, 2013]; ou as que tratam de ambos ao

mesmo tempo [Liu et al., 2019].

Mesmo em artigos de surveys, a reidentificação de longo prazo é pouco menci-

onada [Satta, 2013; Bedagkar-Gala and Shah, 2014; Wu et al., 2019; Karanam et al.,

2019]. Apesar disso, é possı́vel encontrar alguns trabalhos que buscam soluções que

podem ser aplicadas na solução desse problema utilizando a visão computacional e

dispositivos bastante especializados. [Munaro et al., 2014], por exemplo, utiliza câmeras

3D de baixo custo para obter dados de profundidade e com eles criar uma representação

tridimensional da forma de caminhar (gait) dos indivı́duos, Esta dissertação também utiliza

o gait de forma bastante parecida com a proposta neste trabalho, com exceção do tipo de

câmera. Os testes conduzidos em tiveram o objetivo de reidentificar pessoas no curto

prazo, mas a técnica utilizada é adequada para ReID em longo prazo. Diversos outros

trabalhos exploram a utilização de câmeras RGB-D, que capturam cores e profundidade

na tarefa de reidentificação de pessoas, mas essa tecnologia tem mais sucesso quando

aplicada à identificação de ações em vı́deos [Pala et al., 2019; Han et al., 2017; Bondi

et al., 2018; Hasan and Babaguchi, 2016].

A referência [Zhang et al., 2020] aborda a reidentificação de longo prazo por meio

do aprendizado de uma representação hı́brida de features através de uma rede chamada

SpTSkM. A SpTSkM incorpora um fluxo espaço-temporal e um fluxo relacionado ao movi-

mento do esqueleto. Enquanto este último fluxo opera em esqueletos 3D normalizados

por meio de redes convolucionais em grafos, o primeiro opera diretamente em sequências

de imagens, almejando o aprendizado de padrões de identidade relacionados à estrutura

geométrica do corpo e ao seu movimento.

[Martinel et al., 2017] introduz um framework de reidentificação distribuı́da de

pessoas que incorpora as informações trazidas pela topologia da rede e pela estrutura

do ambiente. Estas informações podem ser exploradas para melhorar o processo de

reidentificação. Neste caso, as trajetórias dos diversos indivı́duos que se encontram na

área sob monitoramento geram diferentes graus de correlação entre pares de câmeras.

Os diferentes graus de correlação podem ser usados para melhorar a acurácia das

técnicas de ReID. Embora este artigo não trate especificamente de ReID de longo prazo,
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a ideia principal deste artigo é extensı́vel para esta configuração.

Um dos principais entraves à pesquisa sobre reidentificação em longo prazo é a

baixa disponibilidade de datasets para treinamento de redes neurais. Os poucos datasets

existentes apresentam uma quantidade muito pequena de exemplos rotulados para o

treinamento. Para ser útil ao treinamento de reID em longo prazo, é importante que o

dataset contenha imagens capturadas em várias ocasiões, de modo que os indivı́duos

estejam usando roupas e acessórios diferentes e, eventualmente, até cortes de cabelos

e estilos de barba diferentes. Em [Barbosa et al., 2018], optou-se por criar um dataset

sintético para treinamento, o SOMAset, e o modelo desenvolvido obteve desempenho

expressivo quando testado com datasets populares. Outra forma original de contornar

esse problema foi adotada em [Gou et al., 2016]. Nesse artigo os autores selecionaram, a

partir de um dataset popular, apenas as imagens das pessoas utilizando roupas totalmente

pretas. Desta forma, a rede neural foi forçada a encontrar features discriminantes de

cada indivı́duo que não incluı́ssem as cores das roupas. Essa abordagem assemelha-se

bastante à de utilizar silhuetas e gait energy images, que, por serem em preto-e-branco,

não carregam informação de cores para alimentar a rede neural.

3.3- Combinação do Modo de caminhada e reconhecimento de face

A principal proposta desta dissertação consiste na combinação de caracterı́sticas

de modo de caminhada e de face para a reidentificação de longo prazo com câmeras

comuns. Tais caracterı́sticas parecem, a princı́pio, ofertar informações discriminativas

(mesmo que insuficientes para a resolução total do problema) para o processo de ReID,

já que são bastante especı́ficas para cada indivı́duo. Outras representações, tais como

features densas invariantes, poderiam ser utilizadas [Tan et al., 2018]. Como o campo da

ReID de longo prazo é ainda pouco explorado, não é claro qual estratégia resultaria em

um melhor desempenho.

Outros trabalhos já investigaram a fusão de gait e face recognition com o propósito

de reidentificar pessoas, sendo por conseguinte mais similares ao foco desta dissertação,

No entanto, não foi possı́vel encontrar nenhum trabalho que, como essa dissertação,

utilizasse redes neurais para fazer reidentificação de pessoas em longo prazo. [Eisenbach
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et al., 2012] menciona considera viável tal possibilidade, embora não a explore. [Liu and

Sarkar, 2007] comprovou que a combinação das duas caracterı́sticas produz resultados

melhores, porém utilizou um modelo de reconhecimento facial treinado com um dataset

de apenas 70 identidades, e é restrito à ReID de curto prazo. [Xing et al., 2015] propõe a

fusão da identificação de gait e de face a nı́vel de caracterı́stica, mas utiliza um conjunto

de dados composto de 40 identidades obtidas da combinação do dataset CASIA-B

[Yu et al., 2006] com o dataset de faces ORL [AT&T Laboratories Cambridge, 1994]

como entrada para o treinamento. [Imani et al., 2019] propõe uma abordagem geral

de representação esparsa combinando aprendizagem de dicionários com tensores, que

contempla simultaneamente os problemas de representação esparsa de caracterı́sticas e

a combinação de diferentes nı́veis de features.

O primeiro esforço para o reconhecimento pelo modo de caminhar em visão com-

putacional foi apresentado no inı́cio dos anos 1990 [Wagg and Nixon, 2004]. Atualmente,

normalmente reconhece-se que modo da caminhada e a dinâmica da caminhada são

consideradas informações essenciais para técnicas biométricas baseadas em gait [Zongyi

Liu and Sarkar, 2006]. No entanto, as condições nas quais o reconhecimento por gait é

passı́vel de solução não sejam completamente compreendidas ou caracterizadas [Sarkar

et al., 2005].

Dentre os trabalhos que escolhem o modo de caminhar como principal carac-

terı́stica para reidentificação, destaca-se [Song et al., 2019]. Este é um trabalho que

introduz um novo modelo de rede neural “ponta-a-ponta” que encapsula todas as etapas

do processo de reconhecimento de pessoas através de gait, ao invés de tratá-las como

atividades separadas. A arquitetura de rede utilizada em [Song et al., 2019] é mostrada e

comparada na Figura 7.

A GaitNet representa o estado-da-arte em reconhecimento de pessoas através de

gait, ultrapassando o desempenho das outras abordagens nos datasets CASIA-B e SZU

RGB-D Gait, onde atinge a acurácia máxima de 97,1% em rank-1. A expressão “rank-n”

denota que a identidade da pessoa em análise encontra-se entre as n primeiras propostas

pelo algoritmo de ReID, de acordo com as probabilidades por ele calculadas. Deste modo,

um acerto em rank-1 indica que a pessoa proposta pelo algoritmo correspondência era

de fato a pessoa analisada. Ou seja, indica que o algoritmo reconheceu corretamente a

pessoa; um acerto em rank-2 indica que o algoritmo errou a pessoa, mas ela estava entre

as duas com mais alta probabilidade de correspondência; acerto em rank-3, indica que a
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Figura 7 – Comparação das arquiteturas de soluções para reconhecimento de pessoas
através de gait. Na primeira linha, encontra-se o processo manual de extração de features;
na segunda linha, temos a utilização de rede neural convolucional e na terceira, o modelo
integrado GaitNet [Song et al., 2019].

pessoa correta estava entre as 3 com mais alta probabilidade, e assim por diante. Como

esta métrica é muito empregada na literatura referente à reidentificação, esta dissertação

a emprega como métrica de desempenho.

3.4- Comentários Finais

Este capı́tulo descreveu alguns trabalhos correlatos na literatura. Infelizmente, a

maior parte das conclusões é restrita ao problema de reidentificação de curto prazo. Após

a contextualização fornecida neste capı́tulo, iremos no próximo detalhar a metodologia de

pesquisa efetuada nesta dissertação.
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4- Metodologia de Pesquisa

Como já mencionado, este trabalho tem o objetivo de comprovar a eficácia da

combinação de redes neurais, GEIs e reconhecimento facial na tarefa de reidentificar

pessoas em sequências de imagens obtidas em diferentes dias, por múltiplas câmeras.

Este capı́tulo descreve os métodos utilizados para alcançar o objetivo desejado. Adi-

cionalmente, é descrita a metodologia de testes e é realizada uma comparação com

abordagens propostas em outros trabalhos.

4.1- Visão Geral do Experimento

A Figura 8 apresenta uma visão geral do experimento desenvolvido para testar a

hipótese proposta. O experimento consiste em:

1. Implementar e treinar uma rede neural convolucional especializada na reidentificação

de GEIs;

2. Implementar e treinar uma rede neural convolucional especializada no reconheci-

mento facial a distância;

3. Implementar e treinar uma terceira rede neural especializada na reidentificação de

pessoas que utiliza o aprendizado adquirido pelas duas redes anteriores por meio

da técnica de transfer learning.

O procedimento de reidentificação, seja ele de faces ou de pessoas, de modo

geral é composto de três etapas principais: detecção, extração de features e classificação

[Prihasto et al., 2018]. Estas três etapas podem ser combinadas em uma única rede

neural, como em Song et al. [2019], ou podem ser executadas separadamente, utilizando

múltiplas redes neurais especializadas e combinando a saı́da de uma rede como entrada

de outra. O presente trabalho opta pela abordagem em etapas separadas, de modo a

conseguir tirar proveito dos datasets disponı́veis em maior abundância para cada tarefa
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Figura 8 – Visão geral do experimento desenvolvido para testar a hipótese proposta.

isolada. Dessa maneira, em nosso experimento teremos as seguintes atividades isoladas

em módulos:

• Detecção de faces;

• Extração de features de faces;

• Segmentação de figuras humanas;
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• Geração de GEIs;

• Extração de features de GEIs;

• Combinação das features das faces e GEIs;

• Classificação ou ReID de pessoas.

As seções a seguir apresentam em maior detalhe cada módulo do experimento.

4.2- Datasets

O treinamento de redes neurais para executar uma tarefa especı́fica depende da

existência de datasets apropriados. Neste trabalho, dois datasets são utiliados:

• TUM GAID, contém vı́deos de pessoas caminhando e é utilizado para ReID de

pessoas. É o principal dataset para o trabalho, pois é o utilizado para treinar e

avaliar o desempenho da rede de ReID em longo-prazo.

• VGGFace2, contém milhares de faces e é utilizado para reconhecimento facial.

4.2.1 Dataset TUM GAID

O TUM GAID [Hofmann et al., 2014] é o principal dataset utilizado neste trabalho.

Ele contém 264.857 imagens, de 305 indivı́duos em 3 variações de situação (normal,

carregando bolsa e com diferentes calçados), além de variação temporal.

Além das imagens RGB, o TUM GAID também fornece dados de profundidade,

obtidos com uma câmera 3D. Os dados de profundidade foram desconsiderados no

desenvolvimento deste trabalho, pois pretendemos investigar uma solução que possa

ser empregada na maioria dos sistemas de segurança atualmente em vigência, que são

desprovidos de câmeras 3D.

A variação temporal no dataset é restrita a 32 indivı́duos, cujas imagens foram

capturadas em duas ocasiões, com três meses de intervalo, usando roupas, penteados e
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sapatos diferentes. Na segunda ocasião, a temperatura estava 15 ºC mais alta, então as

roupas utilizadas são significativamente diferentes, como pode ser visto na Figura 6.

Para a avaliação de desempenho de ReID em longo prazo, utilizamos as sequências

adicionais dos 32 indivı́duos capturadas na segunda ocasião. Deste modo, para cada

indivı́duo do TUM GAID, temos os seguintes diretórios, cada um contendo uma sequência:

• b01, b02, b03 e b04 - Carregando bolsa ou mochila.

• n01, n02, n03, n04, n05 e n06 - Caminhando normalmente.

• n07, n08, n09, n10, n11 e n12 - Caminhando normalmente (capturadas na segunda

ocasião, disponı́veis para apenas 32 identidades).

• s01, s02, s03 e s04 - Variação no tipo de calçado.

Para as atividades neste trabalho, utilizamos apenas as sequências do tipo ’Nor-

mal’ (n01 a n06), ou seja, desprezamos as variações de sapatos e bolsas ou mochilas

carregadas. As sequencias nos diretórios n07 a n12 são reservadas para serem utilizadas

apenas na avaliação do desempenho da rede em longo prazo.

4.2.2 Dataset VGGFace2

O dataset VGGFace2 [Cao et al., 2018] é um dos mais adequados ao propósito

deste trabalho, pois possibilita o treinamento de modelos com elevada acurácia em tarefas

relacionadas à detecção e ao reconhecimento facial. Este dataset contém 3,31 milhões

de imagens de 9.131 indivı́duos coletadas em diferentes idades, obtidas em ambiente

não controlado, reproduzindo as condições que seriam encontradas no mundo real. Um

exemplo das imagens deste dataset pode ser visto na Figura 9.

4.3- Particionamento de Dados

Todos os treinamentos que foram realizados com o dataset TUM GAID obedece-

ram ao seguinte esquema de particionamento:
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Figura 9 – Exemplos de imagens do dataset VGGFace2. Cada linha contém fotos de um
mesmo indivı́duo.
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• Treino: 70%

• Validação: 15%

• Teste: 15%

Para obter os resultados de reidentificação em longo prazo, foram utilizados

apenas os dados correspondentes à segunda sessão de filmagem, ocorrida 3 meses

após a primeira. Estes dados foram reservados apenas para teste e não foram utilizados

em nenhum momento durante o treinamento, para que desta forma se pudesse reproduzir

um cenário real de ReID em longo prazo.

4.4- Reconhecimento Facial

4.4.1 Detecção de Faces

Na solução proposta, a primeira etapa do processamento consiste em detectar

em cada frame de cada sequência a região onde se encontra o rosto do indivı́duo. Nesta

etapa, o sistema proposto irá construir bounding boxes para delimitar a região de interesse.

Embora seja este o procedimento mais amplamente adotado na literatura, alguns métodos

alternativos são por vezes utilizados, tais como listras que abarcam toda a dimensão

horizontal [Bird et al., 2005] e a adoção de uma grade regular, a partir da qual as features

de cor e de textura são extraı́das de blocos com sobreposição [Köstinger et al., 2012]. No

entanto, tais técnicas também exigem procedimentos de segmentação, responsáveis por

obter uma máscara que separa a região do indivı́duo da região de fundo [Tao et al., 2015].

O procedimento de segmentação pode utilizar informações espaciais e temporais para

obter desempenho robusto, no caso de sinais de vı́deo [Gheissari et al., 2006].

Para realizar o procedimento de determinação das bounding boxes, é utilizado o

modelo de rede neural MTCNN [Zhang et al., 2016], pré-treinado com o dataset VGG-

Face2. Este modelo é capaz de analisar as imagens do dataset e detectar faces de

pessoas, mesmo que não estejam olhando diretamente para a câmera.

O MTCNN, além de localizar as partes da imagem que contém faces também
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consegue obter a posição de pontos especı́ficos do rosto (facial landmarks), como por

exemplo, olhos, ponta do nariz e cantos da boca. A estrutura do MTCNN é composta por

3 redes: P-Net, R-Net e O-Net. A primeira processa a imagem inteira e propõe diversas

kiibounding boxes candidatas de forma rápida; a segunda faz um refinamento da saı́da

da rede anterior, descartando as bounding boxes propostas que não contém faces; por

fim, a terceira rede refina o resultado e determina a posição da bounding boxes finais

e dos facial landmarks. A Figura 10 oferece uma representação visual das etapas do

processamento do modelo MTCNN.

Nenhum treinamento adicional ou modificação foi realizado para adequar o modelo

MTCNN ao escopo deste trabalho. Ainda assim, é esperado que ele obtenha uma boa

capacidade de generalização graças à grande quantidade de exemplos disponı́veis no

VGGFace2.
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Figura 10 – Detalhamento das etapas do processamento do modelo MTCNN, em imagem
extraı́da de [Zhang et al., 2016].

Com as coordenadas obtidas pelo MTCNN, é feito o recorte da parte da imagem

original que contém a face da pessoa, de forma que a saı́da esperada deste módulo

é uma nova imagem, contendo apenas a face da pessoa. Para cada imagem original

fornecida é criado um novo arquivo com a face segmentada, conforme mostrado na Figura

11.
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Figura 11 – Exemplo de entrada e saı́da do módulo de detecção facial.

4.4.2 Extração de caracterı́sticas de faces

Enquanto o componente de detecção tem o único objetivo de obter a parte da

imagem original que contém a face, este segundo componente tem atribuições mais

complexas: O modelo de rede neural utilizado nessa etapa precisa ser capaz de receber

as imagens das faces e aprender as caracterı́sticas que a permitam diferenciar um

indivı́duo de outro. Ou seja, o objetivo nessa etapa é fazer com que a rede neural

aprenda intuitivamente uma métrica que aproxime os rostos com o mesmo rótulo, isto é,

pertencentes à mesma pessoa, e afaste os demais.

Para avaliar o modelo em sua capacidade de extrair features relevantes, é ne-

cessário treiná-lo como um classificador para reconhecimento facial. Isto é, dada uma

imagem de um rosto, o modelo precisa avaliar probabilisticamente se esse rosto cor-

responde a uma das pessoas previamente armazenadas em uma galeria. Uma boa

acurácia nessa classificação indica que temos um bom modelo. Para usar o modelo na

aplicação desejada, as camadas da rede neural utilizadas para fazer essa classificação

são removidas de modo que ele funcione como um extrator de features.

O conjunto de dados utilizado é um elemento de fundamental importância para o

sucesso do projeto, pois deve conter quantidade suficiente de amostras de cada uma das

caracterı́sticas que a rede neural precisa aprender a distinguir. Por exemplo, para o ReID

em longo prazo, o dataset precisa conter amostras da mesma pessoa utilizando roupas

diferentes.

Uma vez treinado, este modelo de rede neural, já sem a camada de classificação,

receberá como entrada a imagem da face de uma pessoa e produzirá como saı́da um
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vetor contendo caracterı́sticas que a individualizam. Este vetor é utilizado adiante, como

entrada para a tarefa de reidentificação de pessoas em longo prazo. Ou seja, temos um

extrator e codificador (encoder ) de caracterı́sticas faciais.

O modelo de rede neural convolucional selecionado para executar as atividades

descritas acima foi o FaceNet [Schroff et al., 2015], pré-treinado com o dataset VGGFace2

[Cao et al., 2018]. O número de classes na última camada fully connected do modelo foi

modificado para refletir as 305 classes do dataset TUM GAID. A camada fully connected

foi retreinada utilizando o dataset TUM GAID.

O modelo FaceNet é uma implementação de uma rede residual Resnet com

camadas de convolução paralelas, de acordo com a arquitetura Inception. Para este

trabalho foi utilizada uma Resnet-50, adptada de [Esler, 2020]. O treinamento da última

camada do FaceNet deu-se em 20 épocas, com acurácias parciais medidas a cada época,

mostradas na figura 12.

Figura 12 – Dados do treinamento da rede FaceNet, para reconhecimento facial, no
dataset TUM GAID. No eixo horizontal, as épocas. No eixo vertical, a acurácia (rank-1)

Embora o objetivo do trabalho não seja fazer reconhecimento facial, o desempenho

deste modelo é importante pois serve como base de comparação para avaliação do

modelo proposto por este trabalho, indicando se a fusão de caracterı́sticas de face e

gait pode apresentar resultados melhores que apenas o reconhecimento facial na tarefa

de reidentificar pessoas. A acurácia alcançada no conjunto de testes, para ReID de

curto-prazo, foi de 96,66%, em rank-1.

Após obter resultados satisfatórios na classificação, o modelo adaptado foi utilizado

como um extrator de features, de modo a produzir vetores representando cada uma das

identidades do dataset. Em resumo, esta etapa do modelo proposto recebe como entrada
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as diversas faces extraı́das de cada uma dos frames no dataset TUM GAID e gera, para

cada face, um vetor correspondente, de 512 bytes. A Figura 13 mostra um esquema do

módulo de extraçao de features faciais e sua respectiva saı́da.

Figura 13 – Esquema do módulo de extração de features. A entrada é uma imagem da
face, recortada do frame original. A saı́da, um vetor de 512 posições, contendo uma
representação da imagem de entrada.

4.5- Reconhecimento de Gait

4.5.1 Segmentação de figuras humanas

A segunda parte do trabalho ora proposto consiste em obter o vetor de features

que representa a forma de caminhar da pessoa. Ele é obtido em três etapas:

1. Segmentação

2. Geração de GEIs

3. Extração de features de GEIs

4.5.2 Segmentação de silhuetas

A etapa de segmentação recebe como entrada as sequências de frames do

vı́deo com a pessoa caminhando, processa essas imagens individualmente e, para cada

uma delas, fornece como saı́da uma imagem de mesmo tamanho da imagem original,
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contendo apenas a silhueta da figura humana segmentada em branco, com o fundo

preto. Utilizando uma sequência de imagens como entrada, obteremos uma sequência

de mesmo comprimento como saı́da.

Um modelo de segmentação consagrado, o DeepLabV3 [Chen et al., 2017] foi

utilizado para gerar as silhuetas. Um exemplo de silhueta gerada pode ser visto na Figura

14.

(a) Frame original (b) Silhueta

Figura 14 – Exemplo de entrada e saı́da do módulo de segmentação de silhuetas.

4.5.3 Geração de GEIs

A GEI é a sobreposição das silhuetas obtidas na segmentação. Quatro atividades

principais compõem essa etapa: alinhamento, normalização, delimitação do ciclo de gait

e o cálculo da média dos valores dos pixels. Nenhuma dessas atividades demanda o uso

de redes neurais ou qualquer outro algoritmo de aprendizado. Os cálculos são realizados

com base na posição dos pixels da extremidade da figura delimitada na silhueta. Para

o alinhamento e normalização, são utilizados os pixels dos extremos superior e inferior

e o centroide da metade superior da silhueta. Já para a delimitação do inı́cio e fim do

ciclo de marcha, é utilizada a distância entre os pixels extremos (esquerda e direita) do

quarto inferior da imagem. As silhuetas alinhadas são utilizadas para obter o valor médio

de cada pixel da imagem. A figura final obtida é a GEI. A Figura 15 mostra o esquema do

módulo de geração de GEIs, com sua respectivas entrada e saı́da.

Embora uma única sequência possa conter vários ciclos de marcha que podem
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Figura 15 – O módulo de geração de GEIs recebe uma sequência de silhuetas como
entrada e fornece uma GEI como saı́da.

originar várias GEIs, neste trabalho, optou-se por utilizar todos os frames disponı́veis

em cada sequência para gerar as GEIs. Portanto, é gerada apenas uma GEI para cada

sequência de vı́deo. A justificativa para esta abordagem é aproveitar melhor a quantidade

limitada de frames disponı́veis, que se tornou escassa pois, para fazer o alinhamento,

é preciso que a silhueta inteira esteja dentro da imagem e, por isso, muitos dos frames

originais, como os da figura 16, são descartados.

Figura 16 – Exemplos de frames descartados por não enquadrarem a silhueta completa.

A etapa de geração de GEIs recebe como entrada uma sequência contı́nua de

silhuetas obtida na etapa anterior e fornece como saı́da uma GEI, conforme a figura 17. O
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número total de GEIs corresponde ao número total de sequências disponı́veis no dataset.

(a) Sequência de silhuetas (b) GEI

Figura 17 – Exemplo de entrada e saı́da do módulo de geração de GEIs.

4.5.4 Extração de features de GEIs

O módulo de extração de features de GEIs executa a tarefa de aprendizado que

possibilita reconhecer uma pessoa através de sua GEI e é implementado por meio de

uma rede neural convolucional que recebe uma GEI como entrada e fornece um vetor

de caracterı́sticas como saı́da, conforme a Figura 18. Esta seção fornece mais detalhes

sobre esta implementação.

A GEI é uma representação da forma de caminhar de cada pessoa. O objetivo

desta etapa do trabalho é extrair, de cada uma das GEIs, features que possam ser

utilizadas para reconhecer cada indivı́duo.

[Min et al., 2019b] utiliza uma rede neural de 10 camadas para fazer o reconheci-

mento de pessoas através de sua forma de caminhar. Nesta dissertação, para obter as

features, reproduzimos a rede neural do trabalho supracitado, cuja arquitetura pode ser

vista em detalhes na Figura 19. Apenas uma modificação foi realizada para adequar esta

rede neural ao propósito desta pesquisa: O número de classes de saı́da foi alterado de
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Figura 18 – O módulo de extração de features de GEIs recebe GEIs como entrada e
fornece um vetor de caracterı́sticas de 305 posições como saı́da.

1024 para 305, correspondentes ao número de indivı́duos no dataset TUM GAID para

possibilitar a avaliação do desempenho da rede durante o treinamento.

Figura 19 – Arquitetura de rede proposta em [Min et al., 2019a]

A saı́da da rede é um vetor de 305 posições. Passando este vetor por uma função

ArgMax, obtém-se a predição da identidade da pessoa, que é utilizada para avaliar o

desempenho da rede. Uma vez treinada e apresentando um bom desempenho, esta rede

é utilizada como um extrator de caracterı́sticas. Ela é alimentada com cada uma das GEIs

obtidas na etapa anterior de modo a produzir vetores de caracterı́sticas que representam

os indivı́duos. Assim como no caso das faces, o reconhecimento de pessoas utilizando

apenas suas GEIs não é o objetivo desta dissertação, mas a acurácia apresentada por

este módulo pode auxiliar na avaliação do desempenho do modelo multimodal. O extrator

de caracterı́sticas das faces e o extrator de caracterı́sticas das GEIs são parte da rede

para ReID, detalhada na próxima seção. Para utilizar o extrator de caracterı́sticas das

GEIs na rede para ReID, cada um dos vetores obtidos pelo extrator de caracterı́sticas das

GEIs é salvo em um arquivo.
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O dataset de GEIs também é de fundamental importância para que o modelo

apresente boa acurácia. Para os objetivos deste trabalho, o próprio TUM GAID [Hofmann

et al., 2014] é a melhor opção, pois possibilita a avaliação do ReID tanto em curto quanto

em longo prazo. No entanto, para diminuir a complexidade, são utilizadas apenas as

sequências de imagens de indivı́duos caminhando normalmente (n01 a n12). Ou seja,

variações causadas por diferentes calçados ou objetos carregados não são explicitamente

contempladas pelo modelo. Com isso, para cada indı́vı́duo no dataset, são geradas 6

GEIs, correspondentes às sequências n01 a n06. Para 32 dos indivı́duos, temos 6 GEIs

adicionais, correspondentes às sequências n07 a n12, que são utilizadas para teste de

desempenho de reconhecimento em longo prazo.

Figura 20 – Dados do treinamento da rede de reconhecimento de GEI,com dataset TUM
GAID. No eixo horizontal, as épocas. No eixo vertical, a acurácia (Rank-1)

Conforme mencionado, após o treinamento, a rede é utilizada como um extrator de

features de GEIs. Este extrator de features recebe como entrada uma GEI e produz como

saı́da um vetor de caracterı́sticas de 305 bits. Um trecho de um vetor de caracterı́sticas

referente à Figura 21(a) é mostrado na Figura 21(b).

4.6- ReID de pessoas

Esta é a terceira e mais importante etapa do trabalho, a que leva ao objetivo final.

Tanto na Seção 4.4.2 quanto na Seção 4.5.4 foram mostradas redes para a extração de

caracterı́sticas relevantes para a reidentificação de pessoas. No caso da rede da Seção
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(a) GEI (b) Vetor de features (parte)

Figura 21 – Exemplo de entrada (a) e saı́da (b) do módulo de extração de features de
GEIs.

4.4.2, o objetivo é extrair caracterı́sticas de faces, e na rede da Seção4.5.4, caracterı́sticas

da forma de caminhar. Nesta seção é mostrado como essas caracterı́sticas (features)

podem ser combinadas e utilizadas para identificar pessoas em longo prazo.

As atividades nesta etapa são:

1. Combinação dos vetores de caracterı́sticas

2. Reidentificação em longo prazo

4.6.1 Combinação dos vetores de caracterı́sticas

Como mostrado na Figura 22, o módulo de combinação de caracterı́sticas combina

em um único vetor, próprio para o ReID de pessoas em longo prazo, as features de face

e de gait, estas últimas obtidas a partir das GEIs. No inı́cio desta etapa de combinação

têm-se um diretório para cada uma das 305 identidades no dataset. Em cada diretório há

arquivos .gei com os vetores de features de gait e arquivos .fac, que armazenam vetores

de features de face.

Como discutido anteriormente, de cada individuo são produzidas, no máximo, 6

GEIs, enquanto a quantidade de recortes contendo faces pode chegar a 500. Para combi-

nar as features sem gerar um desequilı́brio, sem descartar dados e, ao mesmo tempo
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Figura 22 – No modulo de combinação de features, os vetores com caracterı́sticas de
face são combinados com os de gait, gerando novos vetores.

potencializando os dados disponı́veis, optou-se pela estratégia de combinar cada um dos

arquivos contendo features de gait com cada um dos arquivos contendo features de faces.

Para cada uma destas correspondências, é feita uma concatenação simples dos dois

vetores. Este produto cartesiano gera uma massa de dados de aproximadamente 3.000

exemplos para cada identidade no dataset, em um total de 429.300 arquivos, o suficiente

para treinar uma rede neural com sucesso. Os novos vetores de features resultantes da

combinação descrita acima são armazenados em 305 diretórios, correspondentes a cada

indivı́duo no dataset.

4.6.2 Reidentificação em longo prazo

A rede neural projetada para fazer a reidentificação propriamente dita é com-

posta de duas camadas totalmente conectadas (fully-connected) entre duas camadas

de normalização, conforme mostrado na Figura 23. A função desta rede é apenas fazer

uma predição de classe a partir dos dados obtidos por meio dos extratores de features.

A saı́da da rede é um vetor de probabilidades de 305 posições. Este vetor é utilizado

como entrada para uma função ArgMax para obter a predição da classe, completando o

processo de reidentificação de pessoas.

A rede de reidentificação é treinada com as features concatenadas geradas na

etapa anterior e organizadas em diretórios, como um dataset, com as mesmas 305

classes do dataset original, porém com muito mais exemplos de treinamento, gerados

pelo módulo de combinação de features. Para aproveitar a abundância de dados, o
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Figura 23 – Modelo de rede neural para re-identificação de pessoas.

treinamento da rede de ReID foi feito em apenas 10 ciclos de treinamento, sendo que em

cada um destes ciclos, foram processados 18.782 lotes de 16 imagens. Para a avaliação

do desempenho de classificação de pessoas em curto prazo, foi utilizado um subconjunto

deste dataset contendo 15% das amostras, que foi previamente reservado para esta

finalidade. Uma vez que a rede foi treinada e demonstrou um desempenho satisfatório

usando o dataset de curto prazo, a rede de reidentificação pode ser utilizada (e avaliada)

no reconhecimento em longo prazo.

Figura 24 – Dados do treinamento da rede de ReID de pessoas. Foram utilizados 18.782
lotes de 16 imagens a cada época de treinamento. No eixo horizontal, as épocas. No eixo
vertical, a acurácia (Rank-1)

Para avaliar o desempenho do ReID em longo prazo, são utilizadas as imagens

dos diretórios n07 a n12, disponı́veis para apenas 32 indivı́duos do dataset original.
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Estas imagens passaram pelo mesmo tratamento que as demais imagens no TUM GAID,

mas ficaram armazenadas em um diretório à parte, sendo utilizadas apenas para esta

avaliação. Desta forma, simulamos um cenário real de reidentificação, onde as pessoas

são observadas novamente depois de alguns meses.



48

5- Resultados

Após a execução dos procedimentos descritos na sessão anterior, foram execu-

tados testes para comprovar a viabilidade da combinação de features de gait e face na

atividade de reconhecimento de pessoas em longo prazo. Neste capı́tulo são apresenta-

dos os resultados destes testes, sendo tecidos alguns comentários a respeito deles.

5.1- ReID em curto prazo

Embora o modelo tenha sido desenvolvido com o objetivo de reidentificar pessoas

em longo prazo, ele também apresentou bons resultados no reconhecimento em curto

prazo como esperado. O desempenho do reconhecimento utilizando os dois modais

(gait e face) melhorou em relação ao desempenho das duas features individuais, que já

era alto. Este resultado demonstra que a combinação de múltiplas caracterı́sticas para

aprimorar o desempenho na tarefa de reidentificação de pessoas pode resultar em melhor

acurácia. A Tabela 5 traz os números obtidos em cada caso. A conjugação de técnicas

de reconhecimento de face e de gait garantiu, neste caso mais simplificado e para a

base de dados considerada, uma acurácia de 100% (já em rank-1). Este resultado não

implica necessariamente que a abordagem proposta seja realmente interessante no caso

de ReID de longo prazo, pois o ReID de longo prazo é um problema de complexidade

bastante superior.

Rank-1 Rank-5 Rank-10 Rank-20
Face 0,9666 0,9748 0,9784 0,9824
Gait 0,9203 0,9614 0,9711 0,9769
ReID 1,000 1,000 1,000 1,000

Tabela 5 – Comparação do desempenho dos modelos de reconhecimento facial, de
reconhecimento por GEI e de re-identificação (combinação das duas features) no cenário
de curto prazo.
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5.2- ReID em longo prazo

Na reidentificação em longo prazo, não são esperados resultados tão expressivos

quando os do curto prazo, já que a mudança de roupas pode afetar bastante a formação

das GEIs, especialmente no caso do dataset TUM GAID, onde roupas mais pesadas são

utilizadas em função da mudança brusca de temperatura entre as duas ocasiões.

Como vimos, a reidentificação de longo prazo é um problema extremamente desa-

fiador, que ainda se encontra longe de ser resolvido, mesmo com métodos situados no

estado da arte. Mesmo assim, os resultados obtidos podem ser considerados promisso-

res. Os dados na Tabela 6 mostram uma acurácia de 40% em rank-1. Comparando-se

com o reconhecimento de face isoladamente (cuja acurácia supera a do ReID baseado

apenas em gait), temos um ganho de aproximadamente 6 pontos percentuais em rank-1

e de 4 pontos percentuais em rank-20.

Rank-1 Rank-5 Rank-10 Rank-20
Face 0,3463 0,5732 0,6610 0,7215
Gait 0,1406 0,3281 0,4115 0,5104
ReID 0,4009 0,5776 0,6772 0,7608

Tabela 6 – Comparação do desempenho dos modelos de reconhecimento facial, de
reconhecimento por GEI e de re-identificação (combinação das duas features) em longo
prazo.

Os resultados detalhados nas Tabelas 5 e 6 são bastante expressivos, mas foram

obtidos em um cenário controlado, que desconsidera questões como ângulos de captura

de imagem, variações na iluminação, calçados, bolsas e mochilas carregadas. Todos

estes são fatores que tendem a afetar negativamente o desempenho.

5.3- Robustez em condições diversas

O dataset TUM GAID possibilita avaliar a robustez do modelo com relação a

variações nos calçados, roupas e objetos carregados. Estas variações foram desprezadas

nos testes anteriores, onde só foram utilizadas as sequências caminhada em condição

normal, tanto para o longo quanto para o curto prazo.
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O reconhecimento de pessoas utilizando GEIs tende a não ter um desempenho

muito bom quando há fortes variações na silhueta. Um casaco pesado ou uma blusa com

capuz produzem silhuetas muito diferentes de uma camiseta, por exemplo, como mostra

a Figura 25.

Figura 25 – Exemplos de variações na aparência de um mesmo indivı́duo causada por
roupas e acessórios, com suas respectivas silhuetas.

O desempenho do modelo diante de tais variações pode ser melhorado com o

acréscimo de informações obtidas da face. De fato, os resultados na Tabela 7 mostram

que mesmo diante desta grande variação, a combinação de face e gait produz bons

resultados. Os resultados mostrados na Tabela 7 são melhores do que aqueles obtidos

no modelo treinado apenas com imagens na condição normal, graças ao aumento na

variância dos exemplos fornecidos à rede neural.

A repetição dos experimentos utilizando toda a base de dados (desta vez sem

excluir os cenários em condições “não-normais”) apresentou resultado superior no re-

conhecimento em longo prazo. A Tabela 7 apresenta uma comparação com os testes

anteriores, que utilizaram apenas a parte de dados correspondente à condição ”normal”.

Os números obtidos mostram que o modelo proposto é robusto em relação a variações

em roupas e acessórios. Observa-se um ganho de acurácia em rank-1 de quase 6 pontos

percentuais, quando múltiplas condições são utilizadas no treinamento. Apenas no caso

de rank-20 não observou-se tal tendência. O rank-20, no entanto, representa um caso

menos crı́tico, visto que o desempenho já se encontra em torno de 75%.
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Rank-1 Rank-5 Rank-10 Rank-20
Re-ID apenas condição normal 0,4009 0,5776 0,6772 0,7608
Re-ID múltiplas condições 0,4592 0,6227 0,6900 0,7472

Tabela 7 – Comparação do desempenho dos modelos treinados apenas com sequências
em condição normal e com todas as condições em longo prazo.

5.4- Comentários Finais

Os resultados mostrados nesse Capı́tulo indicam que a combinação de ca-

racterı́sticas de face e de gait pode obter resultados melhores que os das técnicas

de reidentificação baseadas apenas em face ou apenas em gait, seja em termos de

reidentificação em longo prazo, seja em termos de reidentificação em curto prazo. Em

razão da dificuldade de se obter bases de dados para reidentificação de longo prazo,

só foi possı́vel testar a metodologia proposta em um subconjunto de dados de uma

base especı́fica. Foi feito um tratamento da base TUM GAID para garantir um resultado

quantitativo, capaz de indicar a viabilidade da técnica proposta; caso contrário, ficarı́amos

restritos a avaliações pouco realistas (restritas à configuração de curto prazo).

A técnica proposta, ainda que vantajosa, não garante ainda resultados bons o sufi-

ciente para embasar uma aplicação comercial. De todo modo, pode ajudar pesquisadores

que, neste momento, tentam encontrar uma solução que apresente um bom desempenho

para o ReID de longo prazo.
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6- Conclusão

O problema de reidentificação de pessoas é uma área da biométrica que vem

atraindo crescente atenção ao longo dos anos, dada a sua extensa aplicabilidade. No

relatório Global Research, produzido em setembro de 2020 pelo Institute for Scientific

Information, a reidentificação de pessoas figura como uma “fronteira de pesquisa em

machine learning”, cuja solução ainda encontra-se muito distante das soluções vigentes.

Nos primórdios das técnicas de reidentificação, algoritmos procedurais e avaliação

em pequena escala foram predominantes. Mais recentemente, a adoção de bases de

dados extensas e métodos de deep learning vêm permitindo a tais métodos angariar uma

acurácia inédita, no caso da reidentificação de curto prazo. No entanto, tal desempenho

ainda está longe de ser obtido no problema de reidentificação de longo prazo, o qual

ainda carece de bases de dados suficientemente ricas para uma avaliação robusta das

diferentes soluções propostas.

Os métodos de ReID podem ser classificados em diversas formas, quanto ao

uso ou não de sensores multimodais, se são restritos a curto ou são aplicáveis ao longo

prazo, se utilizam uma base de dados anotada ou não. Esta dissertação trata de uma

configuração entre as mais desafiadoras (e mais relevantes, em termos práticos) destas

soluções: o de reidentificação em longo prazo.

Mesmo para as técnicas de ReID de curto prazo, os resultados reportados em

ambientes não controlados não se aproximam da acurácia obtida por seres humanos.

Isso significa que a resolução do problema tratado nesta dissertação ainda encontra-se

em aberto, a despeito do intenso esforço a ele dedicado nos últimos anos. No caso

da reidentificação de pessoas de longo prazo, ainda há um problema adicional, a baixa

disponibilidade de datasets disponı́veis para treinamento e avaliação de soluções.

Essa dissertação propõe a fusão de caracterı́sticas relativas ao modo de caminhar

e de face. Investigamos se essa fusão pode ser aplicada à resolução do problema do

ReID em longo prazo. Extensa pesquisa bibliográfica indica que a utilização de redes

neurais para a fusão de caracterı́sticas biométricas tem o potencial de prover ótimos

resultados quando aplicada ao problema da reidentificação de pessoas em longo prazo.

O presente trabalho busca quantificar esse potencial, com o objetivo de viabilizar uma
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solução nova para o problema de reidentificação de longo prazo. Na base de dados

considerada, a rede de reidentificação com fusão de caracterı́sticas obtém um ganho de

acurácia em rank-1 de aproximadamente 5 pontos percentuais, em comparação com a

adoção isolada de técnicas de reconhecimento de faces no estado da arte. Conclui-se

que tal combinação de caracterı́sticas possa ser aplicada para realizar o ReID em longo

prazo.
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