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RESUMO

Appraisal-Spark: uma abordagem para imputacao em larga escala

Rodrigo Tavares de Souza

Orientador:
Jorge de Abreu Soares

Resumo da Dissertagao submetida ao Programa de Pos-graduagao em Ciéncia da Computacao do
Centro Federal de Educagao Tecnologica Celso Suckow da Fonseca CEFET/RJ como parte dos
requisitos necessarios & obtencao do titulo de mestre.

Cresce continuamente o volume de dados armazenados e a demanda por integragdo entre os
mesmos. Esse cenario aumenta a ocorréncia de um problema bastante conhecido dos cientistas de
dados: as diversas possibilidades de inconsisténcias. Um de seus tipos comuns, a auséncia de dados,
pode prejudicar a analise e resultado de qualquer técnica produtora de informagao. A imputacgéo € a
area que estuda métodos que buscam aproximar o valor imputado do real. A técnica de imputacao
composta aplica tarefas de aprendizado de maquina neste processo. Ela utiliza o conceito de plano
de imputacao, uma sequéncia logica de estratégias e algoritmos utilizados na produgao do valor im-
putado final. Neste trabalho, a utilizagdo desta técnica é expandida, complementando sua utilizagao
com o classificador ensemble bagging. Neste método, os dados sao divididos em grupos aleatorios e
atrelados a classificadores chamados base learners. Para os subsets gerados no bagging sao retorna-
das as pontuacoes (percentual de assertividade) de cada plano de imputacao. O plano com maior
assertividade dentre todos os subsets é indicado como a sugestdo de imputagdo para o conjunto
completo. O trabalho é implementado em um framework desenvolvido para a ferramenta Apache
Spark, denominado Appraisal-Spark, que tem como objetivo gerar valores com maior acurécia e de-
sempenho preditivos para ambientes de larga escala. Através dele é possivel compor diversos planos
de imputagao de alto desempenho, avaliando estratégias e comparando resultados. O Appraisal-
Spark é utilizado para imputacao em duas bases de dados, com diferentes caracteristicas e niveis
de correlagao entre seus atributos. Os experimentos no Appraisal-Spark foram realizados de forma
serial e paralela, explorando a utilizacao da ferramenta Apache Spark.

Palavras-chave:
Imputagao; Processamento Distribuido; Computagao em Larga Escala; Dados ausentes; Comités
de Classificagao; Bagging.

Rio de Janeiro,

Fevereiro de 2019



ABSTRACT

Appraisal-Spark: an approach for large-scale imputation

Rodrigo Tavares de Souza

Advisor:

Jorge de Abreu Soares

Abstract of dissertation submitted to Programa de Pés-graduacao em Ciéncia da Computacao -
Centro Federal de Educagao Tecnologica Celso Suckow da Fonseca CEFET/RJ as partial fulfill-
ment of the requirements for the degree of master.

The volume of stored data and the demand for integration between the two continually grow.
This scenario increases the occurrence of a problem well known to the data scientists: the various
possibilities for inconsistencies. One of its common types, the absence of data, may impair the
analysis and outcome of any information-producing technique. Imputation is the area that studies
methods that seek to approximate the imputed value to the real one. The composite imputation
technique applies machine learning tasks in this process. It uses the imputation plan concept, a
logical sequence of strategies and algorithms used to produce the final imputed value. In this work,
the utilization of this technique is expanded, complementing its use with bagging, an ensemble
classifier. In this method, the data are divided into random groups and attached to classifiers called
base learners. For the generated subsets, the scores (percentage of assertiveness) of each imputation
plan are returned. The plan with greater assertiveness of all the subsets is indicated as the sugges-
tion of imputation for the complete set. The work is implemented in a framework developed for the
Apache Spark tool, called Appraisal-Spark, which aims to generate better values of predictability
and performance for large-scale environments. Through it, it is possible to compose several high
performance imputation plans, evaluating strategies and comparing results. Appraisal-Spark was
used for imputation in two databases, with different characteristics and levels of correlation between
its attributes. Experiments in Appraisal-Spark are serially and parallelly performed, exploring the
use of the Apache Spark tool.

Key-words:
Imputation; Distributed Processing; Large scale computing; Missing data; Ensemble Classifiers;
Bagging.

Rio de Janeiro,

Fevereiro de 2019
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Capitulo I Introducao

E cada vez maior a quantidade de dados gerados, processados e armazenados por sistemas de
informagao. Além disso, dispositivos de armazenamento tornaram-se mais acessiveis, apresentam
melhor desempenho e maior capacidade. Tais fatos contribuiram para que o volume de dados
armazenados e, consequentemente, processados, aumentasse massivamente nos ultimos anos [Khan
et al., 2014]. Soma-se a isso a significativa melhora da infraestrutura (redes e internet) e o aumento
da demanda de utilizacao de sistemas distribuidos. A figura I.1 mostra o aumento da producao de

HDs entre os anos de 1976 e 2013.
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Figura I.1: Producao global de HDs. Fonte: adaptado de Khan et al. [2014].

Outro fato que contribui para o aumento de dados gerados em escala sem precedente é a criagao
de novos sensores e transmissores, capazes de prover diversos tipos de informacado. Permitem que
até mesmo eletrodomésticos sejam capazes de gerar dados. A Internet of Things (IoT) tende a
transformar os campos fisico e digital em um s6 [Atzori et al., 2010]. A integracdo entre disposi-
tivos, o acesso a internet por parte destes e, consequentemente, a grandes data centers e nuvens,

contribuem para o aumento da quantidade de dados armazenados.



O termo Big Data representa essa nova escala de volume de dados. Decisoes anteriormente
baseadas em suposigoes, ou sobre modelos de realidade meticulosamente trabalhada, sao agora
feitas através de modelos matematicos [Jagadish et al., 2014]. A descoberta de informagoes nesse
nivel demanda uma estrutura de processamento de dados apoiada em arquiteturas de computacao
paralela e distribuida [Chen et al., 2014]. Devem compor uma plataforma de alto desempenho,
processando a maior quantidade de dados possivel em tempo adequado.

Grandes volumes de dados podem esconder informagoes valiosas capazes de definir o rumo
estratégico das organizacoes. E possivel criar um processo de descoberta de conhecimento em base
de dados [M. Fayyad et al., 1996]. O termo originario Knowledge Discovery in Databases (KDD),
bem como as areas mais recentes de Inteligéncia Artificial e Apredizado de Maquina, remetem a este
processo de descoberta de conhecimento e apoio a decisao |[Zhang and Ma, 2012|. O comportamento
de clientes, tendéncias, caracteristicas de negocio, entre outros, sdo muitas as informagoes que podem
ser descobertas. Entretanto, para que dados sejam transformados em conhecimento existe um longo
caminho a ser percorrido. A &area de KDD procura descobrir e analisar as relagoes intrinsecas
existentes em um conjunto de dados, gerando conhecimento [Fayyad et al., 1996].

O aumento no volume de dados por sua vez maximiza um problema conhecido dos adminis-
tradores de dados: as inconsisténcias de dados. Inconsisténcias podem ocorrer por motivos tais
como falhas de equipamentos, na transmissao da mensagem, erros de preenchimento nao tratados,
falhas em rotinas de carga, entre outros [Han et al., 2011|. Essas inconsisténcias podem também
ser fruto primério dos diversos momentos onde bases de dados sao integradas ou cujo processo de
consolidagao da base nao recebeu o devido cuidado [Soares, 2007].

Auséncias de dados, dependendo de sua natureza e incidéncia, podem prejudicar sobremaneira
a analise de dados por qualquer técnica produtora de informacao, tais como aprendizado de mé-
quina, os armazéns de dados (Data Warehouse), Businees Inteligence ou similares, e comprometer
seus resultados [Enders, 2010]. Para isso, existe um campo de estudo denominado “Imputagao”
[Little and Rubin, 1986], que busca resolver esses problemas, complementando dados ausentes fun-
damentalmente com base em métodos estatisticos e de inteligéncia computacional [Little and Rubin,
2002]. Esses métodos podem ter abordagens simples, com resultados razoaveis, ou um pouco mais
complexas, de acordo com o mecanismo de auséncia apresentado [Gelman and Hill, 2007].

O crescimento do volume de dados, seja na na area industrial ou de pesquisa, representa enor-
mes oportunidades, bem como grandes desafios computacionais [Deelman et al., 2009]. Como os
tamanhos de dados ultrapassaram as capacidades das méquinas individuais, os cientistas de da-
dos precisam de novos sistemas para ampliar o ambiente computacional, utilizando multiplos nés de
processamento |Zaharia et al., 2016a]. A evolugao dos supercomputadores, bem como de solugoes de

processamento paralelo e distribuido, impulsionam a capacidade de processamento computacional



e o avango cientifico [Deelman et al., 2009].

No que tange & pesquisa cientifica, é necessario que todo o trabalho, as diversas etapas e repeti-
¢oes de tarefas dentro de um experimento, sejam gerenciadas de forma organizada [Deelman et al.,
2009]. Gravar corretamente os resultados, acompanhar a evolugdo do processo como um todo e
garantir a reprodutibilidade dos experimentos sao caracteristicas de sistemas de workflow cientifico
[Davidson and Freire, 2008|. Essa categoria de sistemas apoia a experimentagao, possibilitando que
cientistas analisem diversos tipos de dados, técnicas e algoritmos, criando um ambiente agradavel
e, preferencialmente, de facil utilizagdo [Deelman et al., 2009].

Nas ultimas décadas, pesquisadores das areas de inteligéncia computacional e aprendizado de
méaquina tém estudado técnicas que utilizam um processo de decisao articulado e combinado [Zhou,
2012]. Essas técnicas sao geralmente referidas como classificadores ensemble, conhecidas por reduzir
a variagao dos classificadores originais e melhorar a robustez e precisao de sistemas de decisao [Zhang
and Ma, 2012].

Este trabalho tem por objetivo avaliar a utilizacao do classificador ensemble Bagging em conjunto
a técnica de Imputagdo Composta [Soares, 2007|, com o objetivo de produzir valores imputados
com menor erro absoluto. Para materializacao do trabalho foi desenvolvido o framework Appraisal-
Spark, utilizando a plataforma Apache Spark, para a composi¢ao e execucao de planos de imputacgao
em larga escala. Foram geradas auséncias em duas bases de dados, de diferentes caracteristicas,
de forma que diversos planos de imputacgao foram executados em modo serial e paralelo, em um
cluster Spark. Os resultados dos experimentos sdo analisados quanto ao desempenho computacional
e qualidade dos valores imputados produzidos.

A estrutura do restante deste documento estd organizada da seguinte forma: o capitulo II
introduz os conceitos de imputacao, classificadores ensemble e computagao paralela e distribuida,
fundamentais para este trabalho; o capitulo III aborda trabalhos relacionados aos temas citados; o
capitulo I'V detalha o método proposto para imputacao em larga escala com classificadores ensemble;
o capitulo V descreve a metodologia utilizada na conducao dos experimentos, as bases de dados,
o framework desenvolvido para a implementagdo da técnica proposta e os resultados obtidos; e

finalmente o capitulo VI apresenta as consideragoes finais e diregoes para trabalhos futuros.



Capitulo II Fundamentacao Teérica

Neste capitulo serao introduzidos os conceitos de imputacao e o posicionamento da técnica no
processo de descoberta de conhecimento em bases de dados. Além disso, serao abordados os algo-
ritmos utilizados na técnica proposta, bem como conceitos de computacao distribuida e a utilizacao
de classificadores ensemble no contexto de aprendizado de maquina. Por fim, serd abordada a

importéncia da utilizacao de sistemas de workflow no processo de pesquisa cientifica.

II.1 Descoberta de Conhecimento em Bases de Dados

A necessidade de ampliar as capacidades de anélise humana para inferir conhecimento sobre
grandes volumes de dados possui motivag¢oes econdmicas e cientificas [Jagadish et al., 2014|. Em-
presas utilizam dados para ganhar vantagem competitiva, aumentar a eficiéncia e fornecer servigos
mais valiosos para os clientes|Chen et al., 2014]. A ciéncia, por sua vez, busca interpretar dados
que geram informagoes sobre o meio ambiente, o espago, fendémenos naturais, entre outros. Essas
informagoes ajudam na formulagdo de teorias e modelos que apoiam o desenvolvimento cientifico
[Han et al., 2011].

A descoberta de conhecimento em base de dados tem origem no termo KDD, que consiste num
processo de vérias etapas, ndo trivial, interativo e iterativo, para identificacdo de padroes compre-
ensiveis, validos, novos e potencialmente uteis, a partir de grandes conjuntos de dados [M. Fayyad
et al., 1996|. As aplicagoes de KDD sao diversas e buscam desenvolver métodos e técnicas que criem
sentido para os dados.

O processo possui dois objetivos: verificagdo e descoberta [Han et al., 2011]. No de verificagao,
o sistema limita-se a avaliar hipoteses pré-estabelecidas. No de descoberta, o sistema é capaz de
identificar automaticamente padroes ocultos nos dados. A descoberta pode ser subdividida em
preditiva — onde o sistema descobre padroes que indicam um comportamento ou acontecimento
futuro — e descritiva, que encontra padrdes a serem apresentados de forma inteligivel|[Fayyad et al.,
1996].

O processo de descoberta de conhecimento em bases de dados é composto pelas seguintes etapas:
selecao, pré-processamento, transformagao, mineracao de dados, avaliacdo de padroes e apresentacao

do conhecimento [Han et al., 2011]. A figura II.1 mostra o caminho percorrido desde os dados



originais, passando pelas tarefas de KDD, até a geracao do conhecimento.

| Avaliagao
Mineragao de Dados

| Transf@[magéo b &
Conhecimento
Pré-Processamento .
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Pré-Processados
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Figura II.1: O processo de KDD. Fonte: adaptado de Han et al. [2011].

A mineracao de dados é o processo de descoberta de padroes e geragao de conhecimento sobre
grandes volumes de dados [Han et al., 2011|. As fontes de dados podem incluir bancos de dados,
armazéns de dados, a Web, repositorios de informacao, entre outros. E durante esta etapa que as
relagoes entre os elementos da base de dados sdo descobertas|Goldschmidt et al., 2015].

Hand et al. [2001] denota um conceito interessante, sob a otica da representatividade dos resul-

tados gerados na etapa de mineracao de dados:

“A analise de (quase sempre grandes) conjuntos dados observados para descobrir relagoes
escondidas e para consolidar os dados de uma forma tal que sejam inteligiveis e tteis

aos seus donos"[Hand et al., 2001].

Tornar os dados inteligiveis significa apresenta-los de forma que informacoes relevantes possam
ser obtidas sobre os mesmos. Informagoes essas que gerem conhecimento e agreguem valor cientifico
ou estratégico [Chen et al., 2014|. Para tal, uma série de técnicas podem ser utilizadas, dependo do
tipo de anélise que se deseja realizar. As tarefas do processo de mineracao de dados mais utilizadas
sao [Han et al., 2011]:

e Regras de associac@o: baseia-se nos conceitos de suporte e confianca para inferir associagoes
entre os atributos de um conjuntos de dados. Identifica objetos como antecedentes e consequentes,
quando é observado o acontecimento de um fenémeno em consequéncia de outro.

e Classificagdo: extrai modelos que descrevem classes de dados. Tais modelos, chamados classi-
ficadores, predizem rétulos de classe para novos valores inseridos na amostra.

e Agrupamento: tem como objetivo reunir em um mesmo grupo objetos que mantenham algum
grau de afinidade. Busca maximizar a similaridade de objetos do mesmo grupo e minimizar a
similaridade entre elementos de grupos distintos.

e Previsao de Séries Temporais: uma série temporal é um conjunto de observagoes de um

fenémeno ordenadas no tempo. Sua analise consiste no processo de identificagdo das caracteristicas,



padroes e propriedades, utilizados para descrever o fenémeno gerador. Tem como principal objetivo
a geracao de modelos voltados a previsao de valores futuros.

e Detecgao de Desvios (Outliers): um outlier é um objeto cujo valor desvia significativamente
dos demais na amostra, como se fosse gerado por um mecanismo diferente do usual.

E comum observar o processo de KDD sendo referido simplesmente como Mineracao de Dados,
j& que esta é, por diversas vezes, considerada a etapa mais importante do trabalho.

Dados podem possuir diferentes formas e tipos. A sessao II.1.1 aborda os tipos de atributos

existentes em conjuntos de dados.

I1.1.1 Natureza dos dados

Os atributos de uma tabela podem ser divididos em duas classes: numéricos e categoricos [Han
et al., 2011]. Atributos numeéricos sao quantitativos, apresentam ou nao limites inferior e superior.
Subdividem-se em atributos continuos e discretos. Atributos continuos sdo aqueles que podem ser
medidos em uma escala continua, como peso e temperatura, por exemplo. Atributos discretos sao
0s que representam um ndamero finito ou uma quantidade enumeréavel, como o ntimero de membros
de uma equipe, por exemplo.

Atributos categoéricos ou nominais indicam o conceito ao qual o objeto se enquadra, revelando a
categoria em que o mesmo se encontra|Han et al., 2011]. Neste tipo de atributo nao existe a nogao
de ordem entre os valores. Podem ser representados por tipos alfanuméricos.

Para que tarefas de mineragao de dados gerem resultados completos, é necessario que os dados
estejam integros |Goldschmidt et al., 2015|. Dados com erros, incompletos, redundantes ou desni-
velados, podem comprometer a qualidade da analise [Soares, 2007|. Esses problemas sao tratados

na etapa de pré-processamento.

I1.1.2 Pré-Processamento

Dados possuem qualidade se satisfazem os requisitos do uso pretendido. H& muitos fatores
que compoem a qualidade dos dados, entre eles: precisao, integridade, consisténcia, pontualidade,
credibilidade e interpretabilidade [Han et al., 2011].

A etapa de pré-processamento possui como principais atividades [Goldschmidt et al., 2015]:

e Agrupamento de dados
e Coleta e Integracao

e Codificacao

e Construgao de Atributos
e Corregao de Prevaléncia

e Discretizacao



e Enriquecimento

e Limpeza dos Dados

e Normalizacao de Dados
e Particao dos Dados

e Reducao de Dados

e Selecao de Dados

A figura II.2 ilustra algumas atividades da etapa de pré-processamento de dados.
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Figura I1.2: A etapa de pré-processamento de dados. Fonte: adaptado de Han et al. [2011].

A tarefa de limpeza de dados tem como objetivo [Han et al., 2011]:
e Complementar dados ausentes.
e Suavizar ruidos através da identificagdo de outliers.
e Corrigir possiveis inconsisténcias nos dados.
A tarefa de complementacao de dados ausentes serd abordada com mais detalhes na proxima
secdo, pois é a que compreende a subtarefa de imputagao, no contexto de descoberta do conheci-

mento.



I1.1.3 Complementacao de Dados Ausentes

Tanto em tarefas de treinamento como em testes de modelos de KDD, o significado da anélise
depende de duas premissas: a precisdo do banco de dados e a qualidade dos dados da amostra.
De acordo com Brown and Kros [2003], a auséncia de dados deve ser corretamente tratada, pois
ignorar esse problema pode introduzir uma polariza¢ao nos modelos avaliados, levando a conclusoes
incorretas no processo de mineragao de dados.

Existem métodos mais avancados para o tratamento de auséncias de dados, como a imputacao,
explicada em mais detalhes na secao III.1. Entretanto, existem métodos convencionais, menos
eficientes, que tratam a auséncia de dados simplesmente removendo-a da amostra. Magnani [2004]
classificou-os como:

a) Remocao completa de casos (Listwise Deletion) - E a maneira mais facil de obter um conjunto
de dados completo. Somente registros completos sao mantidos. Este método é de facil implemen-
tagdo, mas possui a desvantagem de que, em situagoes reais, muitos dados podem ser perdidos.

b) Remocio em pares (Pairwise Deletion) - E uma variante da remocdo completa de casos.
Utiliza um registro incompleto somente quando a variavel analisada nao é ausente. A vantagem desta
técnica é poder utilizar todos os dados quando os valores analisados nao apresentam dependéncia de
valores ausentes. Como desvantagem, sua implementacao é mais complexa, pois demanda a andlise
da relagao entre os atributos do conjunto de dados.

¢) Remocao de colunas com valores ausentes - Qualquer atributo que apresente valores ausentes
é inteiramente removido. Sua aplicacao na maioria das vezes nao é recomendada, ja que a perda de

informagao com a remocgao de atributos é significativa.

I1.1.4 Mecanismos de Auséncia de Dados

Auséncias de dados normalmente seguem um mecanismo de distribuigao, mas também podem
ocorrer de forma intermitente ou simplesmente ao acaso [Enders, 2010]. Os motivos de ocorréncia sao
varios [Han et al., 2011]: integragoes entre bases de dados, falhas de equipamentos, na transmissao
de mensagens, erros de preenchimento nao tratados, falhas em rotinas de carga, entre outros.

Trabalhos envolvendo a complementacao de dados ausentes levam inevitavelmente em conta o
mecanismo que causou a auséncia dos dados. Little and Rubin [1986] classificaram esses mecanismos
em trés tipos: completamente aleatorio - Missing Completely at Random (MCAR), aleatério -

Missing at Random (MAR) e nao aleatorio - Not Missing at Random (NMAR).

e MCAR: é o nivel mais alto de aleatoriedade. Ocorre quando a probabilidade de uma instancia
possuir valores ausentes, para um determinado atributo, ndo depende dos valores conhecidos

e nem dos ausentes. Nesse nivel de aleatoriedade, qualquer tratamento pode ser aplicado sem



risco de enviesar os dados.

e MAR: ocorre quando a probabilidade de uma instancia possuir valores ausentes depende de
valores conhecidos, ou seja, de atributos diferentes do que possui a auséncia. Por exemplo,
um atributo que registra os custos de reparos realizados em uma oficina, ndo possui alguns

valores quando o carro é da marca Ford (outro atributo).

e NMAR: nesse caso a auséncia é relacionada ao proprio atributo que possui valor ausente. Por
exemplo, um atributo que registra a velocidade méaxima dos carros em uma via nao possui

registros para velocidades maiores que 180 km /h.

As caracteristicas da auséncia de dados devem ser analisadas para a escolha do tratamento
adequado |Enders, 2010]. Dados com alto nivel de auséncia, ou cujos valores ausentes nao sigam uma
aleatoriedade, devem ser tratados por métodos robustos que sigam um modelo preditivo [Batista
and Monard, 2001]. Em um modelo preditivo, o atributo com valores ausentes é utilizado como
classe (atributo de saida) e os demais atributos como entrada, para a composi¢ao de valores mais

precisos para a substitui¢do da auséncia [Enders, 2010].

I1.2 Imputagao

Existem diversos métodos para tratar a auséncia de dados, ou seja, substituir valores ausen-
tes por valores reais [Rubin, 1988]. A tarefa de imputac¢do tem como objetivo recuperar valores
ausentes de maneira mais precisa, através de técnicas que variam desde a média simples, regres-
sao linear, modelos preditivos especificos, até a utilizagao de algoritmos de aprendizado de maquina
[Enders, 2010]. O método de imputacao utilizado depende primordialmente da natureza do atributo
imputado [Soares, 2007].

Métodos de imputagao sao classificados em dois grupos [Soares, 2007|: métodos simples e mé-
todos hibridos. Métodos simples consideram apenas um valor proposto para cada valor ausente.
Métodos hibridos combinam dois ou mais métodos de imputagao simples, com o objetivo de melhorar
a qualidade do processo de imputagdo como um todo [Soares, 2007].

Um exemplo de método hibrido é a imputagao miltipla, onde o conjunto de valores ausentes
é substituido por mais de um conjunto plausivel de valores [Raghunathan, 2004]. A criagao de
mais de um, no caso n plausiveis conjuntos de substituicao para valores ausentes, consequentemente
gerando n conjuntos completos. A variagdo em todos os conjuntos completos, medida através do
desvio padrao, reflete a incerteza da imputagao. C Yuan [2005] propoe uma abordagem parecida;
entretanto, apds a identificacdo do método com melhor desempenho, novas inferéncias estatisticas
sao realizadas de forma a ajustar os hiperparametros dos modelos de imputacdao. A utilizagao de

multiplos classificadores tende a minimizar erros de imputacao [Jordanov et al., 2018].
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Métodos de imputagdao podem obter melhores resultados ao restringir o subconjunto de dados
utilizado no processo de imputacdo. A imputacao local, ou hot-deck, busca reduzir desvios do
processo de imputagao, classificando a amostra em um primeiro momento e utilizando apenas grupos
de objetos completos que possuam rela¢ao de similaridade com o dado ausente |[A. Fuller and Kim,
2005]. Tem como principal objetivo reduzir desvios através da classificacdo da amostra [Soares,
2007].

As relagOes entre os atributos de amostra podem revelar informagoes valiosas para o processo
de imputacdo. O experimento de Agrawal et al. [1993], por exemplo, mostrou que, numa padaria,
noventa por cento das vendas que envolviam pao e manteiga também envolviam leite. Imagine entao
uma situagdo hipotética, um conjunto de dados que possui atributos com tuplas completas para
as compras de pao e manteiga, mas alguns registros de compras de leite estao ausentes, para essas
mesmas tuplas. A probabilidade dos registros ausentes confirmarem a compra de leite é, no minimo
maior, do que a de nao confirmarem. Seguindo este raciocinio, imputar dados que confirmem essa
afirmacao parece ser a agao mais correta. Entretanto, a existéncia de relagoes entre os atributos de
uma amostra nem sempre pode ser assumida como verdade absoluta para o processo de imputagao.
E necessario avaliar a priori o nivel de correlacdo entre os atributos da amostra [Nanni et al., 2012].
Presumir que os valores ausentes de um atributo estao relacionados a todos os demais atributos
pode levar a um modelo de imputagao mal especificado [Austin and Escobar, 2005]. E necessario
inferir um nivel maior de confianga a respeito dessas relagoes. Soares [2007] obteve bons resultados
utilizando o algoritmo Principal Components Analysis (PCA) para analisar a correlac¢ao de atributos
na etapa de selecao do processo de imputagao composta, explicada em mais detalhes na proxima
secao.

A utilizacao de tarefas de mineracao de dados e técnicas de aprendizado de maquina, precedendo
a etapa de imputagdo, contribui para geragdo de valores imputados com maior acuracia [Tavares

et al., 2018|[Tran et al., 2018] [Soares, 2007].

I11.3 Imputagao Composta

A imputagao composta é uma técnica proposta por Soares [2007], baseada no conceito de estra-
tégias e planos de imputagao de dados. Combina uma ou mais tarefas usadas na etapa de mineragao
de dados, como por exemplo, agrupamento e selecao de colunas, para gerar valores imputados mais
precisos.

O processo de imputagao composta descrito por Soares [2007] baseia-se na defini¢ao dos seguintes

elementos:

e T;: uma tarefa do processo de Descoberta de Conhecimento em Bases de Dados (KDD).
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Exemplos: T7 = selecao de atributos, To = agrupamento, T3 = criagao de regras de associagao,

T, = imputacao, entre outros.

e —: operador que define uma ordem de precedéncia de tarefas de KDD. A expressao —
significa que a tarefa precede a tarefa . Exemplo: agrupamento — imputacao significa que

a tarefa de agrupamento precedera a de imputacao.

e E(v,B): estratégia utilizada no processo de imputacao de um atributo v de uma base de dados
B. E(v,B) é representada por Ty — Ty — ... — T,, , onde T, é necessariamente uma tarefa

de imputagao.

e A, : algoritmo utilizado no processo de imputagdao. Exemplos: A; = média, A, = algoritmo

dos k vizinhos mais préximos.

e =: operador que define uma ordem de precedéncia de aplicacdo de algoritmos. A expressao

A; = A; significa que o algoritmo A; ¢ aplicado antes do algoritmo A;.

e P(9,B): plano de imputagao utilizado no processo de imputagao de um atributo de uma base
de dados B. P(v,B) é representada por A = Ay = ... = A, onde A, é necessariamente um
algoritmo de imputagdo. Exemplo: A; = Ao = Aj representa a aplicacdo sequenciada dos
algoritmos A; = algoritmo dos K centroides, Ao = analise de componentes principais e Az =

algoritmo dos k vizinhos mais proximos.

e U;: instancia da aplicagdo de um algoritmo A;, segundo parametros 0; = { ©;1, O;2, ... , B4

b = f(A, 6;)

e I(v,B): instancia de um plano de imputacao de um atributo de uma base de dados , repre-
sentada por uma sequéncia ordenada de ¢ instancias de aplicagoes de algoritmos. ¥ = Wy

= .... ¥,, onde ¥, ¢é necessariamente uma instancia de aplicacao de algoritmo de imputacao.

e £(I(v,B)): medida do erro na execuc@o de uma instancia de um plano de imputacao do atributo

A figura I1.3 ilustra a composi¢do de um plano de imputagao.
O conjunto de valores assumidos por um plano de imputacao é composto pelos valores da

instancia que apresentar o menor erro médio de todas as instancias do referido plano [Soares, 2007].

I11.4 Agrupamento de Dados com o Algoritmo K-Means

O K-Means é um algoritmo apresentado por MacQueen [1967], que busca particionar os dados
em k grupos cujas instancias apresentem semelhancas entre si. E um algoritmo consolidado e com

ampla utilizacao em tarefas de agrupamento.
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Figura II.3: Imputacao Composta. Fonte: adaptado de Soares [2007].

O algoritmo funciona da seguinte forma:

1) Sao passados como entrada o conjunto de dados D e o numero k de grupos que se deseja

encontrar.
2) Arbitrariamente, sdo selecionados k objetos de D, denominados centroides.
3) Para cada objeto de D, é verificada a distancia do mesmo em relagdo aos centroides. O objeto

é agrupado junto ao centréide mais préximo.

4) Ao fim da verificagdo de todos os objetos de D, é calculada a média simples entre os objetos

de cada grupo, definindo os valores dos novos centroides.

5) O processo reinicia no passo 3, até que nao ocorra mais mudanga de grupo entre os objetos

ou um nimero méaximo definido de iteragoes seja alcancado.

A figura I1.4 denota o funcionamento do algoritmo:

a) Agrupamento inicial b) Iteragdo ¢) Agrupamento final

Figura I1.4: O algoritmo K-Means. Fonte: adaptado de Han et al. [2011].

O algoritmo K-Means pressupoe que cada tupla seja agrupada de forma que pertenga a um tnico

grupo. Entretanto, em casos reais, é possivel observar situagoes em que um objeto pode pertencer

a mais de um grupo [Han et al., 2011].
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I1.5 Selegao de Atributos com o Algoritmo PCA

O algoritmo PCA é um método de reducao de dimensionalidade. Suponha que em uma amostra,
os dados a serem reduzidos consistem em tuplas ou vetores de dados descritos por n atributos ou
dimensoes. O algoritmo busca por vetores ortogonais n-dimensionais que possam melhor representar
os dados, onde [k <= n| [Han et al., 2011]. Os dados originais sao projetados em um espago menor,
resultando em reducdo de dimensionalidade. E um algoritmo muito utilizado para compressao de
imagens.

Além da redugao de dimensionalidade, o algoritmo PCA é uma maneira de identificar padroes
em dados e expressa-los de forma a destacar suas semelhangas e diferengas [Smith, 2005]. Neste
trabalho, serd utilizado para inferir a correlacao entre os valores dos atributos em um conjunto
de dados. Dessa forma, permite selecionar os mais representativos para utilizacdo no processo de
imputagao.

Funcionamento do algoritmo:

1. Os dados de entrada sao normalizados, para evitar que valores de grandezas maiores enviesem

os célculos.

2. Sao computados k vetores ortonormais, que servem como base para os dados de entrada
normalizados. Vetores unitarios sao gerados, de forma que cada ponto em uma direcao é

perpendicular aos demais. Esses vetores sao denominados componentes principais.

3. Os componentes principais sdo ordenados em ordem decrescente de significAncia ou forga.
Servem como um novo grupo de eixos representando os dados, provendo informacao sobre a
variancia. A matriz de componentes possui os eixos ordenados da esquerda para a direita em

ordem de representatividade.

4. Como os componentes sao classificados em ordem decrescente de significado, o tamanho dos

dados pode ser reduzido eliminando os componentes menos representativos.

I1.6 Imputagao com o Algoritmo K-NN

O algoritmo K-Nearest-Neighbor (K-NN) tem como base o aprendizado por analogia, isto &,
compara tuplas que sejam similares a tupla analisada [Han et al., 2011]. Em uma amostra com n
atributos, cada tupla representa um ponto em um espaco n-dimensional. As tuplas sdo armazenadas
em um espaco de padrdao de tamanho n. Dada uma tupla desconhecida, o algoritmo busca o espago
de padrao para as k tuplas mais proximas da tupla desconhecida. Essas k tuplas mais proximas sao

os vizinhos mais préximos da tupla desconhecida.
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O método de imputagao baseado no algoritmo K-NN é amplamente utilizado e pode apresentar
bons resultados para valores desconhecidos que sigam distribuigago MCAR [Batista, 2003]. Valores
imputados com o algoritmo K-NN sao geralmente mais bem comportados, uma vez que sao relacio-
nados a valores de outros atributos. Normalmente, quanto mais atributos com valores desconhecidos,
e quanto maior a quantidade de valores desconhecidos, mais simples sao os classificadores induzidos
[Batista and Monard, 2003b|. Dessa forma, a imputacao deve ser cuidadosamente aplicada, sob o
risco de simplificar demasiadamente o problema em estudo.

Descobrir o melhor valor k£ para imputagado nao é uma tarefa objetiva. Uma estratégia que
apresenta bons resultados, é considerar a substituicao de valores ausentes pelo correspondente valor
de atributo da instancia completa mais semelhante no conjunto de dados [Hruschka et al., 2005]. Em
outras palavras, utilizar o algoritmo K-NN com [k = 1] e uma func¢ao de distancia, como a euclidiana,
para identificar os vizinhos mais proximos. Entretanto, Jonsson and Wohlin [2004] sugerem que,
para alguns casos, como em dados de pesquisas do tipo likert data, utilizar k como a raiz quadrada
do ntamero de casos completos (arredondado para o numero inteiro mais proximo) pode apresentar
melhores resultados. Logo, no contexto de imputagao, o valor 6timo de k pode variar dependendo
das caracteristicas dos dados.

A principal desvantagem do algoritmo K-NN é que, sempre que os vizinhos mais semelhantes
sao procurados, o algoritmo pesquisa todas as tuplas do conjuntos de dados. Isso pode ser um ponto

critico para a execugao em grandes volumes de dados [Batista and Monard, 2003a].

I1.7 Computacao Paralela e Distribuida

Nos tltimos vinte anos, o volume de dados gerados por sistemas informatizados cresceu em
larga escala. De acordo com um informativo do grupo International Data Corporation (IDC), em
2011 o volume de dados gerados no mundo cresceu quase nove vezes em relagdo aos anos anteriores
[Chen et al., 2014]. A projegao é de que o volume de dados dobraré a cada dois anos em um futuro
proximo. O planejado telescopio SKA (Square Kilometre Array), por exemplo, ird produzir até um
milh&o de terabytes de dados brutos por dia a partir de 2020 [Jagadish et al., 2014].

Vultuosos volumes de dados podem ser gerados tanto por sistemas de business convencional,
como os encontrados em sistemas Enterprise Resource Planning (ERP), quanto por sistemas mais
complexos, como os biomoleculares, georreferenciados ou espaciais, que demandam grandes esforgos
de anélise e processamento.

A chamada [oT também contribui para o aumento do volume de dados produzidos. Tem como
idéia basica a presenga generalizada de uma variedade de coisas ou objetos, como tags, sensores,
atuadores, telemoveis, entre outros, que sao capazes de interagir uns com os outros para atingir

objetivos comuns [Atzori et al., 2010]. Praticamente qualquer dispositivo é capaz de gerar dados,
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normalmente transferidos para grandes data centers e nuvens.

Esses imensos volumes de dados remetem ao termo Big Data. O modelo dos cinco Vs [Chen
et al., 2014| é amplamente utilizado para a caracterizagao de Big Data: volume (grandes volumes),
variedade (diversas modalidades), velocidade (geragao réapida), veracidade (dados verdadeiros) e
valor (valor enorme, porém de baixa densidade) sao caracteristicas de bases big data.

Métodos para descobrir conhecimento em big data sdao fundamentalmente diferentes dos utili-
zados na andlise estatistica tradicional ou em pequenas amostras [Jagadish et al., 2014]. Dados
da escala big data normalmente apresentam ruido, sao dindmicos, heterogéneos e inter-relacionados
[Chen et al., 2014]. Contudo, possuem maior valor significativo, pois a mineracao de dados nesses
ambientes ignora flutuagoes individuais, identificando padroes ocultos e gerando conhecimento de
maneira mais confiavel [Jagadish et al., 2014].

A descoberta de conhecimento nesse nivel demanda uma estrutura de processamento de dados
apoiada em arquiteturas de computacao distribuida [Chen et al., 2014]. Devem compor uma pla-
taforma de alto desempenho, capaz de processar grandes volumes de dados em tempo satisfatorio,
além de conseguir processar tarefas de alto custo computacional de forma eficiente, através da utili-
zacao de recursos distribuidos [McPhillips et al., 2009]. Para processar dados dessa magnitude sao
utilizados clusters de computadores [Jagadish et al., 2014], unidades compostas por miltiplos nos
de processamento, muitas vezes em nuvem, possibilitando a divisao do trabalho computacional e o

processamento paralelo de tarefas.

I1.7.1 Apache Spark

Apache Spark é uma ferramenta unificada para processamento de dados distribuidos [Zaharia
et al., 2016a|. Possui um modelo de programagao similar ao consagrado map-reduce, otimizado por
uma abstracao de compartilhamento de dados chamada Resilient Distributed Datasets (RDD).

Através dos RDDs Spark consegue atuar em uma ampla faixa de processamento, de forma que
processamentos que anteriormente necessitariam de engines separadas, como SQL, streaming, ma-
chine learning, entre outros, possam ser executados de maneira otimizada. Dentre os componentes
principais da arquitetura Spark, se destacam: o Driver Program (executa o programa), o Cluster
Manager (gerencia a utilizagao dos recursos disponiveis) e os Worker Nodes (executam as tarefa
computacionais) [Zaharia et al., 2016a|. A figura I1.5 ilustra a arquitetura Spark:

A ferramenta Spark possui diversos componentes com propositos especificios, dentre os quais se

destacam como mais utilizados: Spark SQL, MLIib e Spark Streaming.

e Spark SQL é uma biblioteca complementar ao Apache Spark, a qual prové uma abordagem
de utilizacao proxima a linguagens de bancos de dados relacionais. Integra o processamento

relacional e procedural através de uma interface declarativa chamada DataFrame [Armbrust
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Figura I1.5: Arquitetura Spark. Fonte: adaptado de Zaharia et al. [2016b].

et al., 2015]. Além disso, possui um otimizador extensivel chamado Catalyst. Desenvolvido
na linguagem Scala, facilita a composicao de regras, o controle de geracao de codigo e a
definicao de pontos de extensao. Tem como objetivo criar planos de execucao que favorecam
o paralelismo e a distribuicao de tarefas computacionais. Spark SQL é capaz de gerar ganhos

significativos em comparagao com o proprio Spark [Armbrust et al., 2015].

e MLIib é a biblioteca de aprendizado de maquina da ferramenta Spark. Oferece implementagoes
eficientes de algoritmos de aprendizado de méquina para diferentes tarefas como: classificacao,
regressao, filtragem colaborativa, agrupamento e reducao de dimensionalidade [Meng et al.,
2016b]. Além disso, prové uma variedade de métodos estatisticos, de &lgebra linear e otimi-
zacao. A biblioteca foi desenvolvida em Scala, tendo C++ como linguagem nativa. Oferece

APIs para as linguagens Java, Scala, Python e R.

e Spark Streaming é uma extensdo da API Spark que permite que engenheiros de dados e
cientistas de dados processem dados em tempo real [Lee and Damji, 2016|. Suporta diversas

fontes de dados, desde arquivos flat até Kafka, Flume, Amazon Kinesis, entre outros.

11.8 Aprendizado de Maquina e Classificadores Ensemble

Aprendizado de maquina é um subérea da inteligéncia artificial, investiga como os computadores
podem aprender (ou melhorar seu desempenho) com base em dados, sem que tenham sido especi-
ficamente programados para tal [Han et al., 2011]. Algoritmos de aprendizado de maquina podem
reconhecer padroes complexos e tomar decisoes inteligentes com base em dados.

O processo de geracdo de modelos a partir de dados é chamado de aprendizado ou treinamento
e o modelo estabelecido é chamado de hipotese, denotada pela letra H, H(x) quando aplicada a

um exemplo de treinamento x [Zhou, 2012|. De forma geral, modelos de aprendizado de méquina
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Figura I1.6: Apache Spark: MLIlib, Spark Streaming e Spark SQL. Fonte: adaptado de Lee and
Damji [2016].

sao classificados em dois tipos: supervisionados e nao supervisionados [Han et al., 2011]. Na apren-
dizagem supervisionada, o objetivo primario é a classificacdo dos dados. A aprendizagem tem como
base os exemplos rotulados no conjunto de dados de treinamento, para a previsao de um novo valor
(rotulo) aferido pelo modelo. A aprendizagem nao supervisionada nao depende de rétulos conhe-
cidos. O objetivo é descobrir informacoes inerentes a distribuigdo dos dados. Uma tarefa tipica
desse tipo de aprendizado é o agrupamento, ou seja, identificar grupos cujas instancias (vetores de
caracteristicas) apresentem similaridade entre si.

Métodos ensemble consistem no treinamento de mais de um modelo de aprendizado para a
solugao do mesmo problema |Zhou, 2012|. Em comparagao com abordagens comuns de aprendizado
de méquina, tendem a apresentar melhores resultados, pois reduzem a varidncia e melhoram a
acuracia do processo de decisao através da utilizacao de multiplos classificadores, chamados base
learners [Zhang and Ma, 2012|.

Classificadores ensemble tem sido utilizados na resolugao de diversos problemas de aprendizado
de maquina, como a selecao ou auséncia de caracteristicas, aprendizado incremental, entre outros
[Zhang and Ma, 2012]. A capacidade de generalizagdo dos métodos ensemble geralmente é maior do
que a de modelos individuais, chamados weak learners [Zhou, 2012]. Uma vez que os classificadores
sejam independentes entre si, a combinacao de seus resultados tende a apresentar menor probabili-
dade de erro do que a produzida por classificadores individuais [Zhang and Ma, 2012|. A figura I1.7
ilustra a utilizagdo de classificadores ensemble.

Métodos ensemble tem se mostrado efetivos quando utilizados em conjunto com diferentes téc-
nicas para o treinamento de classificadores [Duda et al., 2000]. Como exemplo de métodos para
estimativa e comparacao de modelos de classificadores ensemble, pode-se citar como mais utilizados

[Zhou, 2012]: Bootstrapping, Bagging, Boosting e Adaboost.
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Figura I1.7: Classificadores ensemble. Fonte: adaptado de Zhang and Ma [2012].

Primeiramente sao abordadas as técnicas de Bootstrapping e Bagging, de maneira mais de-
talhada, pois sao imprescindiveis para a compreensao deste trabalho. Posteriormente as técnicas
Boosting e Adaboost sdo apresentadas de forma mais resumida.

Bootstrapping é um método de origem na area da estatistica. Tem como base a criagdo de
amostras de propoésito geral, onde varios conjuntos de treinamento (sem intervalo) sdo obtidos
aleatoriamente com a substitui¢ao, a partir do conjunto de dados original [Duda et al., 2000]. Em
um conjunto de dados com N amostras, cada instancia é selecionada com probabilidade 1 / N;
consequentemente, apos N sorteios (com N méximo), a probabilidade de que uma determinada
instancia nao seja selecionada é denotada na equagao I1.8, mostrando que se trata de um método
bastante preciso, mesmo que N seja moderadamente grande [Zhang and Ma, 2012|. Dessa forma é

possivel afirmar que cada amostra contém aproximadamente 63,2 % das instancias originais.

1\
1] —— ~ exp(—1) =~ 0.368;
( N) p(=1)

Figura I1.8: Probabilidade de um base learner conter as instancias originais. Fonte: adaptado de
Zhang and Ma [2012].

Bagging (que significa agregagao bootstrap) é uma técnica que utiliza a amostragem bootstrap
para reduzir a varia¢ao e/ou melhorar a precisao de modelos preditivos (pode ser usado para tarefas
de classificagao e regressao) |[Zhang and Ma, 2012]. Zhou [2012] detalha o funcionamento do método

Bagging da seguinte forma:

“Dado um conjunto de treinamento contendo um ntmero m de exemplos, uma amostra
com m exemplos de treinamento seré gerada por amostragem com substituicdo. Alguns
exemplos originais aparecerao mais de uma vez, enquanto alguns exemplos originais nao
estarao presentes na amostra. Aplicando o processo T vezes, T amostras de m exemplos

serdao obtidas. Entao a partir de cada subamostra um base learner pode ser treinado
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através de um algoritmo de aprendizado"|Zhou, 2012].

A figura I1.9 ilustra o funcionamento da técnica de Bagging:

Conjunto de
treinamento

Base learners

H.(x

AVG

H(x)
Voto -
majoritario

Figura I1.9: Classificador ensemble Bagging. Fonte: adaptado de Zhang and Ma [2012].

A etapa de combinagdo dos valores aferidos pelos base learners utiliza a média simples, para
tarefas de regressao, e o voto majoritario (cada classificador sugere um valor, o valor sugerido mais
vezes € escolhido), para tarefas de classificagao [Zhang and Ma, 2012|. Zhang and Ma [2012] afirma
ainda que a combinagdo de miltiplos classificadores diminui o erro, pois reduz o componente de
variancia da decomposicao viés-varidncia, sendo a reducao da varidncia, proporcional ao niimero de
classificadores utilizados na combinacao.

Em comparagao com o processo de aprendizagem com um classificador, de forma convencional,
isto é, utilizando apenas o conjunto completo de treinamento, Bagging apresenta duas vantagens

principais [Zhang and Ma, 2012|:
e aumenta a estabilidade e precisao do classificador;
e reduz a variagao do classificador, em termos da decomposicao de viés-varidncia;

Em geral, modelos com Bagging melhoram o reconhecimento de classificadores instaveis, uma vez
que efetivamente amenizam descontinuidades [Duda et al., 2000]. O algoritmo Bagging é detalhado

na figura I1.10.

Entrada: Conjunto de dados D = {(z1,v1), (®2,¥2), -, (Zm.Um)};
Algoritmo de aprendizado £;
Numero de base learners T.

Processo:
l.parat=1,...,T:
2. hy=2£(D,Dps) % Dyps & adistribuicio bootstrap
3. fim
Saida: H (x) = argmax 3, I(h:(z) = y)
yey

Figura I1.10: O algoritmo Bagging. Fonte: adaptado de Zhang and Ma [2012].
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A estratégia do método Boosting é diferente, consiste em treinar multiplos weak learners e
combiné-los de forma a criar um tnico strong learner, capaz de inferir classificagdoes com menor pro-
babilidade de erro [Zhang and Ma, 2012|. A ideia central é: treinar multiplos classificadores simples
e gerar um classificador mais complexo é mais facil do que aprender com um tnico classificador

complexo [Zhou, 2012]. A figura II.11 ilustra o funcionamento do método Boosting:

Z

Base learners

/_'\\
\\ Amostra L1 - H, H,(x)
*]
A \ Hy(x) Voto H(x)
z*" Amostra L2 =®—_3(X’ majoritérie 9
@ /
= Amostra L3 Hi(x)

(os que H1 e H2 divergem)

Figura I1.11: Classificador ensemble Boosting. Fonte: adaptado de Zhang and Ma [2012].

Essencialmente, Boosting consiste no uso repetitivo dos algoritmos de aprendizado dos weak
learners, com diferentes pesos do conjunto de treinamento, gerando uma sequéncia de weak learners
combinados entre si [Zhou, 2012|. O peso atrelado a cada instancia do conjunto de treinamento, em
cada rodada do algoritmo, depende da precisao dos classificadores anteriores, permitindo assim que
o algoritmo concentre atengdo nas amostras que ainda estdo incorretamente classificadas [Zhang
and Ma, 2012].

A figura V.3 compara os métodos Bootstrapping, Bagging e Boosting quanto a utilizagdo do

conjunto de treinamento:

Processo de Treinamento

Amostras aleatorias com substitui¢io| Amostras aleatorias sem substituicio

Teste estatistico

de precisio Bootstrapping

"

Agregacio

Classificacéio e <1_
regressao B s ,—:D s
agging Boosting

Figura I1.12: Classificadores Bootstrapping, Baging, Boosting e a utilizagao do conjunto de treina-
mento. Fonte: adaptado de Zhang and Ma [2012].

As variantes do algoritmo de Boosting diferem na escolha dos base learners e no critério de atu-



21

alizagdo dos pesos nos conjuntos de treinamento [Duda et al., 2000|. AdaBoost (Adaptive Boosting)

possui duas diferencas fundamentais em relagdo ao Boosting [Zhang and Ma, 2012]:

e instancias sao criadas com base em conjuntos subsequentes provenientes de distribui¢oes amos-

trais, iterativamente atualizadas, do conjunto de treinamento.

e os classificadores sao combinados através de votacao majoritaria, atrelada a pesos, compos-
tos pelos erros dos classificadores de treinamento, os quais por si sdao atrelados a pesos da

distribuicao amostral.

I1.9 Workflow Cientifico

Atualmente a computagao tem se estabelecido como uma das bases do avango cientifico [Deelman
et al., 2009]. Supercomputadores sdo capazes de simular modelos complexos envolvendo diversos
passos computacionais. A execucgao de experimentos envolve tarefas repetitivas, com movimentos
ciclicos dos dados [McPhillips et al., 2009]. Sao gerados resultados de entrada e saida durante a
realizacao de tarefas isoladas e ao longo de toda a execucdo da repeticao. Esse processo se repete
até a obtencao dos resultados finais. Sistemas de Workflow Cientifico automatizam tarefas ciclicas,
de forma que os cientistas possam se concentrar somente nas pesquisas e nao no gerenciamento
computacional [Deelman et al., 2009].

A 4area de e-Science remete a utilizacao de métodos de obtencdo de resultados cientificos através
da utiliza¢do de computagao intensiva. De acordo com |Deelman et al., 2009], sistemas de workflows
de e-Science tem como principal objetivo oferecer ambientes de programagao especializados, que
simplifiquem o esfor¢co de programacao despendido por cientistas para orquestrar experimentos
cientificos em ambientes computacionais.

A composicao é uma etapa importante na elaboracao de workflows. Nessa etapa o cientista
especifica os passos e as dependéncias envolvidas desde o inicio da execugao até o final da realizacao
do experimento [Davidson and Freire, 2008]. Uma forma de simplificar a elaboragao de workflows é
fornecer ferramentas para a composigao dos experimentos. De acordo com Deelman et al. [2009], em
um nivel abstrato, workflows sao compostos por séries de unidades funcionais, sejam componentes,
tarefas, servigos ou dependéncias, executados em uma ordem definida. Podem ser representados
por grafos Directed Acyclic Graph (DAG), redes de petri, Business Process Model and Notation
(BPMN), Unified Modelling Language (UML), entre outros.

Sistemas de workflow s&o classificados de duas formas:

a) Data centric - o foco é a anélise e transformagao dos dados.

b) Process centric - o foco é a definigao do fluxo de negdcio.

Cientistas tendem a ter uma visao centrada nos dados para suas anélises [McPhillips et al.,



22

2009]. Passos computacionais s@o importantes, mas a obtengao, analise e criagdo de informagao
através dos dados tendem a ser mais relevantes.

Uma questao fundamental na teméatica de workflows é a capacidade de proveniéncia do sistema.
Proveniéncia permite interpretar e entender resultados, através da analise da sequéncia de passos
executados desde o inicio do processo até o resultado final [Freire et al., 2008|. Dessa forma, é
possivel obter informagoes sobre o encadeamento das tarefas, avaliando se estas foram executadas
seguindo os procedimentos esperados. Outro ponto fundamental a ser garantido pela proveniéncia
¢ a capacidade de reprodutibilidade dos experimentos |Davidson and Freire, 2008|. Sistemas de
workflows devem ser capazes de salvar os dados da execugdo para que possam ser reproduzidos
posteriormente.

Quando se trata de tarefas computacionais, existem duas formas de proveniéncia |Freire et al.,
2008]: prospectiva e retrospectiva. A proveniéncia prospectiva captura a especificagdo de uma tarefa
computacional (seja um script ou um workflow) e corresponde as etapas que devem ser seguidas
para gerar um determinado resultado. A proveniéncia retrospectiva capta as etapas executadas,
bem como informacoes sobre o ambiente usado para derivar o resultado - em outras palavras, é uma

espécie de log detalhado da execucado das tarefas computacionais.
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Capitulo III Trabalhos Relacionados

Nesse capitulo serao abordados trabalhos relacionados ao tema imputagao, no que tange a uti-
lizacao de algoritmos adaptados para essa finalidade, seja na etapa de pré-processamento ou na
imputacao propriamente dita. Além disso, serdo citados também trabalhos relacionados aos temas
de utilizagdo de classificadores ensemble e computagao paralela e distribuida, fundamentais para a

composicao deste trabalho.

II1.1 TImputagao

Tran et al. [2018] propdem a utilizacao de tarefas de agrupamento e selegao de atributos, inte-
gradas ao processo de imputacao, para melhorar e eficiéncia e evitar a perda de preciao dos valores
imputados.

Tavares et al. [2018| estudaram o impacto da utilizagao do algoritmo dos k-vizinhos mais proxi-
mos em comparacao ao uso da média no processo de imputacao global, bem como explora o uso da
técnica de imputagao hot-deck com o algoritmo de agrupamento k-Means precedendo a imputagao
com k-NN. Os resultados revelam interessante reducao da margem de erro obtida em simulagoes em
trés bases de dados com diferentes caracteristicas.

O trabalho de Garcia-Laencina et al. [2015] avaliou a utilizacdo de quatro diferentes métodos
de imputagao: K-NN, arvores de classificagao, regressao logistica e Support-vector Machine (SVM).
Os melhores resultados foram obtidos com o algoritmo K-NN.

Silva and Zarate [2014] avaliam a importancia da complementacao de dados ausentes no processo
de KDD, os métodos de imputacao mais utilizados e a importancia do mecanismo gerador da
auséncia na escolha do método adequado.

Cheema [2014] realizou uma anélise da literatura referente ao tema de complementagao de dados
ausentes. Diversos métodos de imputacao foram avaliados considerando o impacto do tamanho da
amostra, da proporcao de dados ausentes, o desempenho computacional e a acuracia dos dados
imputados.

Luengo et al. [2012] analisaram a combina¢ao de 23 métodos de classificacdo com 14 abordagens
diferentes de imputagao para o tratamento de dados ausentes.

Medina [2012] obteve bons resultados em experimentos utilizando a técnica de imputagao com-
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posta. A tarefa de selecdo foi implementada com algoritmos genéticos e a de agrupamento com
Redes de Kohonen.

Wohlrab and Fiirnkranz [2011] avalia a utiliza¢ao de algoritmos de divisdo e conquista adapta-
dos para a tarefa de imputacao, combinando-os com a selecao de atributos para a composicao do
valor imputado. Alguns métodos apresentaram bons resultados para bases de dados com elevados
percentuais de auséncia.

Zhang et al. [2010] apresentam um framework de imputagdo que transforma valores completos
em micro recursos de estruturas de dados. Além disso, utiliza uma variacdo do algoritmo K-NN
adaptado para buscas nessas estruturas. O método apresentou bons resultados em bases de dados
com elevados percentuais de dados ausentes.

Garcia-Laencina et al. [2009] apresentam uma variacao do algoritmo K-NN para classificagao
e imputacgao simultanea de valores ausentes. Utiliza o conceito de informacao mitua, que é uma
medida natural para calcular distancias entre varidveis aleatérias. A distancia entres os atributos
que possuem valores ausentes é considerada para criacao de classificadores, melhorando o valor
imputado.

Ferlin [2008| apresenta uma abordagem em cascata para tratar a imputacao multivariada, através
do reuso. Valores previamente imputados sao reutilizados para a imputagao de diferentes grupos de
objetos, criando um efeito em cascata. O método utiliza redes neurais self-organizing map (SOM)
na etapa de agrupamento.

Castaneda et al. [2008| estuda um aprimoramento do processo de imputagao multivariada, atra-
vés da composi¢ao de um workflow de imputagéo iterativa, capaz de automatizar a configuracao,
execucao, e avaliacao de técnicas de imputacao.

Saar-Tsechansky and Provost [2007] apresentam um método de imputacao hibrida com fatores
de ajuste quanto ao custo computacional, a complexidade do modelo e a precisao do valor imputado.

Huang and Lee [2004] implementaram uma modificagdo no algoritmo K-NN que utiliza Grey
Relational Analysis (GRA) como métrica de distancia para determinar os vizinhos mais proximos
de instancias com valores ausentes.

Li et al. [2004] avaliaram a utilizagao do algoritmo Fuzzy K-Means como tarefa de agrupamento
predecessora a de imputagao. Nessa versao do algoritmo, o centroide é calculado como a média de
todos os pontos, ponderada pelo grau de inclusao do objeto em cada grupo.

Métodos de imputacdo normalmente pressupoem que a distribuicdo da auséncia seja MAR.
Allison [1999] aborda uma técnica de imputagao miltipla em que essa premissa nao é necessaria. O
método identifica relagoes de linearidade entre os atributos e utiliza um modelo de regressao linear
para gerar o valor imputado. Entretanto, essa técnica nao obteve um nivel alto de precisao para

todas bases de dados testadas.
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A tabela III.1 apresenta de forma objetiva os autores e as abordagens de imputacao utilizadas.

Tabela III.1: Autores e abordagens de imputagao utilizadas.

Autor

Abordagem

Allison [1999]

Li et al. [2004]

Huang and Lee [2004]
Saar-Tsechansky and Provost [2007]
Soares [2007]

Castaneda et al. [2008]

Ferlin [2008]

Garcia-Laencina et al. [2009]

Zhang et al. [2010]
Wohlrab and Fiirnkranz [2011]

Medina [2012]
Luengo et al. [2012]

Cheema [2014]

Silva and Zarate [2014]

Garcia-Laencina et al. [2015]
Tavares et al. [2018]

Tran et al. [2018]

Imputagdo multipla | regressao linear
Fuzzy K-Means | média ponderada
K-NN | GRA

Imputacao hibrida

Imputagdo composta | imputagao
hot-deck | imputagao multipla | K-NN |
K-Means | PCA | redes backpropagation
Imputacao multivariada e iterativa
Imputagdo em cascata | redes SOM
K-NN

K-NN

Divisao e conquista

Imputagdo composta | algoritmos
genéticos | redes de Kohonen

K-NN | WK-NN | K-Means | K-means
SVMI | SVDI | BPCA | LLSI |

AVG | regressao linear | imputagao
miultipla | imputagao hot-deck
Imputagdo hot-deck | imputagao multipla
| imputagao composta | K-NN | redes
SOM

K-NN | arvore de classificagao | regressao
logistica | SVM

Imputacao hot-deck | K-NN | K-Means |
AVG

Imputacao multipla | K-Means | C4.5 |
natve-bayes

III.2 Computagao em Larga Escala

Um dos requisitos principais de sistemas de workflow é conseguir processar tarefas de alto custo

para processamento de dados em larga escala [Zaharia et al., 2016a].

computacional de forma eficiente, através da utilizacao de recursos distribuidos [McPhillips et al.,

2009]. A ferramenta Apache Spark possui recursos nesse sentido, tendo apresentado bons resultados

O experimento de Gopalani and Arora [2015] é um bom exemplo do ganho de desempenho de

no mesmo ambiente e com a mesma quantidade de dados, utilizando Spark e Mahout.

algoritmos executados em Spark frente a outras solugdes de computagdo distribuida. O Apache
Mahout é uma ferramenta otimizada para execugao de algoritmos de aprendizado de maquina. As

tabelas II1.2 e I11.3 apresentam, respectivamente, os resultados da execucao do algoritmo K-Means,

Como exemplo de utilizagdo de Spark para tarefas de imputagao, Qu et al. [2016] apresentam



26

Tabela II1.2: Spark (pacote MLib). Fonte: adaptado de Gopalani and Arora [2015].

Tamanho dos dados Numero de cores Tempo (s)
62MDB 1 18
1240MB 1 149
1240MB 2 85

Tabela I11.3: Apache Mahout. Fonte: adaptado de Gopalani and Arora [2015].

Tamanho dos dados Numero de cores Tempo (s)
62MB 1 44
1240MB 1 291
1240MB 2 163

uma modificagdo no algoritmo Apriori para imputagao baseada em regras de associagao. O algoritmo
Apriori original é aplicado a dados sob uma abordagem boleana e nao se aplica a dados multidi-
mensionais. Logo os dados foram convertidos para o formato binério-simétrico, para possibilitar a
utilizagao de regras de associacao.

Trabalhos recentes buscam otimizar o funcionamento do algoritmo PCA para ambientes Big
Data, com foco na melhora de desempenho. Elgamal et al. [2015] implementaram mudangas no al-
goritmo PCA desenvolvido para Apache Spark. Através da alavancagem da esparsidade de matrizes,
foi observado ganho de desempenho em operagoes matematicas.

[Wu et al., 2016| apresenta uma versao do algoritmo PCA otimizada para computagio paralela
e distribuida, de forma a ajustar a utilizagdo da matriz de correlagdo ao modelo map-reduce. O
algoritmo foi executado em Spark e apresentou ganhos significativos de speedup no experimento
realizado.

Existem adaptacoes do algoritmo K-NN que apresentam resultados melhores para dados com
caracteristicas especificas. Por exemplo, para séries temporais Big Data, Talavera-Llames et al.
[2016] propéem um novo método de previsao com base na técnica Weighted Nearest Neighbours
(WNN), que utiliza vetores correlacionados para identificar vizinhos mais proximos.

O método K-NN-IS apresenta melhorias para execugao do algoritmo K-NN em ambientes Big
Data com Spark |[Maillo et al., 2017]. A tarefa de map computa a distancia dos vizinhos mais
proximos em diferentes particionamentos de dados. Maultiplos reducers processam os vizinhos da

lista gerada na tarefa de map.

IT1.3 Classificadores Ensemble

Nanni et al. [2012] avalia o desempenho de diferentes métodos estatisticos e de aprendizado de
méaquina, aplicados a imputacao, incluindo uma nova abordagem de imputacao multipla combinada

com classificadores ensemble. O método proposto obteve bons resultados, inclusive em percentuais
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de auséncia elevados (maiores que 30%).

O trabalho de Nanni et al. [2012] foi o tinico encontrado na literatura a avaliar a utilizagao de
classificadores ensemble aplicados especificamente a problemas de imputagao. Dada a obtencao de
resultados irregulares com a imputagao multipla e a utilizacao de comités de complementagao de
dados ausentes [Soares, 2007], optou-se nesse trabalho por utilizar como base a técnica de imputagao

composta.
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Capitulo IV Métodos Ensemble e Imputacao em Larga Escala

Esse capitulo discorrera sobre o método de imputagdo proposto neste trabalho, que consiste
em criar uma tarefa de ensemble combinada & técnica de imputacao composta. Além disso, sera
abordado o algoritmo Motor de Imputacao, que tem como objetivo a aplicacao da referida técnica

possibilitando a execugao de planos de imputacao em larga escala.

IV.1 Imputagao Composta e Ensemble

Na técnica de Imputagdo Composta criada por Soares [2007] e detalhada na segao I1.3, um plano
de imputacao é a representacao de uma sequéncia de tarefas de mineracao de dados. Essas tarefas
definem uma estratégia, a qual é associada a execugao de algoritmos em uma ordem predefinida. O
valor sugerido é gerado na ultima tarefa da sequéncia, a tarefa de imputagao.

Conforme explicado na segao 1.8, Bagging € um método de classificagdo ensemble que utiliza
Bootstrapping com substituicao. Dessa forma, tuplas do conjunto original podem existir mais de
uma vez, ou até mesmo nao existir, nos subconjuntos de dados de cada base learner. O método
possui ainda uma etapa de combinagao, a qual é sugerida a utilizagdo da média simples para tarefas
de regressao |Zhang and Ma, 2012].

A proposta deste trabalho é um método que busca gerar um valor imputado mais preciso, através
da criacao de uma tarefa de ensemble, utilizando Bagging, aplicada & imputagdo composta. Dessa
forma, instadncias de um mesmo plano de imputagao sao criadas para cada subconjunto de dados,
compondo base learners de imputacao. Posteriormente, os valores gerados pelos base learner de

imputagao sao combinados através da média simples. O método funciona da seguinte forma:

1. De acordo com o parametro T' (nimero de base learners) informado, sdo criados T subconjuntos

do conjunto original, com substituigao.

2. Instancias do plano de imputacao sao associadas aos subconjuntos de dados, configurando os
base learners de imputacao. Essa etapa tem suas iteracoes executadas de forma independente,

apresentando oportunidade de paralelizagao.

3. Os base learners de imputagao sao executados e seus valores combinados através da média sim-

ples. O resultado é sugerido como valor imputado. Essa etapa também favorece a computagao



A figura IV.1 ilustra o funcionamento do método.

Tupla 1
Tupla 2
Tupla 3
Tupla 4
Tupla 5

29

paralela e distribuida, uma vez que os base learners de imputagao sdo independentes.

Tupla 4
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Tupla 3
Tupla 2

Tupla 2

Tupla 2

Tupla 4

Tupla &

Tupla &

Tupla 4
Tupla 3
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Plano de Imputacéo

bagging

Tupla 4
Tupla 5
Tupla 2
Tupla 3
Tupla 2

Tupla 2
Tupla 2
Tupla 4
Tupla 5
Tupla 5

Tupla 4
Tupla 3
Tupla 3
Tupla 4
Tupla 5

X

Base learnerde
Imputagdo 1
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Imputagdo 2

Valor
Imputado

| Algoritmo + Paréametros |

0

| Algontmo + Parametros |

4
3
Algoritmo de Imputacéo
+ Parametros

Figura IV.1: Imputacao Composta utilizando a tarefa de ensemble com Bagging.

A utilizacao de ferramentas que favorecam a eficiéncia computacional podem possibilitar o pro-

cessamento de planos de imputagdo em larga escala. Além dos pontos citados no método proposto,

a propria imputacao composta utiliza algoritmos que naturalmente apresentam oportunidades de

paralelismo, como o K-Means e o K-NN [Han et al., 2011].

A imputacao composta apresentou resultados melhores do que imputagdo multipla utilizando

comités de complementagdo de dados ausentes [Soares, 2007]. O método proposto busca obter

valores ainda mais precisos através da caracteristica de generalizacdo natural de classificadores

ensemble.

Na préxima segao é abordado o algoritmo Motor de Imputagao, criado com o intuito de integrar

a utilizacdo de classificadores ensemble com a imputacdo composta, considerando as prerrogativas

de paralelismo citadas.



30

IV.2 Motor de Imputagao

O algoritmo Motor de Imputacao tem como objetivo possibilitar que a composicao e e execugao
de base learners de imputagao possam ser processados de maneira eficiente, favorecendo a paraleliza-
¢ao de tarefas computacionais. O algoritmo possui dois pipelines de processamento: o de imputagao
e o de resultado. O de imputacdo corresponde a cole¢do onde sao armazenados os base learners
de imputacao; o de resultado contém o retorno da execuc¢ao de cada um destes. A implementacao
sugerida considera planos de imputacao que possuam, ou nao, tarefas de ensemble. Dessa forma,
pode ser utilizado também para o processamento de planos exclusivamente de imputagao composta.

Segue abaixo o ordenamento dos passos do algoritmo:

1. Primeiro sao inicializados os pipelines de imputacgao e resultado.

2. Posteriormente é verificado se o plano de imputagao possui a estratégia de ensemble.
3. Caso possua, é obtido o algoritmo implementado para a referida estratégia.

4. Caso nao possua, o plano é adicionado diretamente ao pipeline de imputacao.

5. Caso o algoritmo seja o de Bagging, o parametro T é obtido.

6. T novos conjuntos de treinamento sao criados com Bootstrapping e associados a T cépias do

plano de imputacao original, formando os base learners de imputagao.
7. Todos os T planos sao adicionados ao pipeline de imputagao.

8. A fungdo de combinacao implementada no algoritmo Bagging é configurada no pipeline de

resultado.

9. O pipeline de imputagao é executado e seus resultados (erro aferido e vetor de valores impu-

tados) sao adicionados ao pipeline de resultado.

10. Por fim, caso esteja configurada, é executada a etapa de combinacgdo para a composi¢ao
do vetor consolidado de valores imputados e desempenho médio do plano. Caso se trate
da execugdo de um plano exclusivamente de imputacao composta, nao existe a etapa de

combinacao.

A pseudo-codificagdo do algoritmo motor de imputagdo é apresentada na figura IV.2.

Para a etapa de imputacao composta é adotado o seguinte modelo de implementacao: o plano
de imputacao é desmembrado, tendo suas tarefas, estratégias, algoritmos e parametros executados
na ordem definida pelo cientista de dados; se a tarefa for de selecao, os atributos utilizados no

conjunto de treinamento sao restringidos ao percentual de sele¢ao definido pelo usuério, por ordem
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Figura IV.2 Algoritmo Motor de Imputagao.

W W W NN DNDDNDNDNDDNDNDIDNIDLDRFE = = = = == = =
BESOF IS L IRE 0L ®ITISa e

Entrada: PI
Saida: RESIMP

PIPEIMP <« inicializaPipelineImp()
PIPERES < inicializaPipelineRes()
se Pl.estrategiaEnsemble() entao
EFE < Pl.recuperaEstrategia Ensemble()
AFE <« EE.recuperaAlgoritmo()
se AE.algoritmoBagging() entao
T < AE.recuperaParametroT ()
parai < 1 até T faga > Paralelismo
CT <« PI.recuperaConjuntoTreinamentoOriginal()
CTBL < AE.executaBootstrapping(CT)
CTA + SIMULAAUSENCIA(CTBL, PI.percentual Ausencial())
PIBL « PI.copiarPlanolmputacao(CT A)
PIPEIM P.adicionar(PIBL)
fim para
PIPERES.algoritmoCombinacao( AE.algoritmoCombinacao())
fim se

: senao

PIPEIM P.adicionar(PI)

: fim se
: RESIMP < inicializaResultadoImputacao()
: para i< 1 até PIPEIM P.tamanho() faca > Paralelismo

PIA + PIPEIMP.obter(i)

CTA + PIlA.recuperaConjuntolreinamentoAusencia()

RESIMPPL <+ IMPUTACAOCOMPOSTA(CTA, PIA) > Paralelismo
PIPERES.adicionar(RESIMPPL)

: fim para
: se PIPERES.combinacao() entao

RESIMP < PIPERES.executaCombinacao()

: senao

RESIMP < PIPERES.primeiro()

: fim se
: retorna RESIMP
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de relevéncia, de acordo com a parametrizacao do algoritmo de selecao utilizado; caso a tarefa seja de
agrupamento, o conjunto de treinamento é dividido em subconjuntos, de acordo com os paradmetros e
o algoritmo de agrupamento utilizado; quando a tarefa de agrupamento é utilizada, a complexidade
do plano de imputacio aumenta na grandeza O(N?), pois todas as tarefas subsequentes serdo
executadas para cada um dos subconjuntos criados; se a tarefa for de imputagao, a entrada da
mesma é um vetor de base learners de imputagado, onde ao final da execucao é gerado o vetor de
valores imputados correspondente; por fim, é aferida a precisao do valor imputado, comparando-o
com o valor do conjunto original (completo); o percentual de erro ¢é associado ao plano de imputagao
executado.

O proximo capitulo aborda os objetivos, a metodologia, a implementacao e os resultados dos

experimentos realizados utilizando o método proposto.
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Capitulo V Avaliacao Experimental

Esta secao detalha a metodologia utilizada na condugao dos experimentos realizados, bem como o
framework Appraisal-Spark, a parametrizacao dos algoritmos utilizados e configuracoes do ambiente

computacional. Por fim sao apresentados os resultados obtidos.

V.1 Objetivos

Os experimentos se deram em duas bases de dados, de caracteristicas distintas, com o objetivo
de avaliar o método proposto neste trabalho (utilizagao da técnica de imputagao composta associada
a uma tarefa de ensemble). Foram criados planos de imputagao com diferentes configuragoes quanto
ao percentual de simulacao de auséncia e de selecao de atributos, além da variacao do pardmetro
T (Bagging). Todos os experimentos foram realizados utilizando um framework construido para
implementagao da técnica proposta. Os experimentos foram executados em modo de execugao
serial e paralelo, de forma que pudessem ser avaliados em ambiente de processamento de larga

escala.

V.2 Metodologia

A metodologia utilizada foi a mesma proposta por Soares [2007] e Castaneda et al. [2008], que
consiste em gerar auséncias de dados em conjuntos completos de forma a aferir a acuracia do valor

sugerido pelo método de imputacao.

V.2.1 Bases de Dados

Foram utilizadas duas bases de dados numéricas nos experimentos: AIDS Deaths - National
Health and Family Planning Commission of China! e Breast Cancer Wisconsin (Original) 2.

A base de dados AIDS Deaths - National Health and Family Planning Commission of China,
referida neste trabalho como Aids, possui dados relacionados ao nimero de mortes por AIDS na
populac@o chinesa. Os dados foram coletados originalmente por Nan and Gao [2018], a partir do

3

relatério mensal do Comissao Nacional de Satide e Planejamento Familiar da China °. Posterior-

!Disponivel em: https://datadryad.org/resource/doi:10.5061/dryad.f45s8/1
?Disponivel em: http://archive.ics.uci.edu/ml/index.php
3Disponivel em: http://www.moh.gov.cn/


https://datadryad.org/resource/doi:10.5061/dryad.f45s8/1
http://archive.ics.uci.edu/ml/index.php
http://www.moh.gov.cn/
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mente, esses dados foram cruzados por com relatérios de termos pesquisados no principal buscador
web da China, chamado Baidu. A base de dados consolidada encontra-se no repositorio cientifico
Dryad?.

Utilizando a referida base de dados, Nan and Gao [2018| apresentaram um um método de
aprendizado de maquina utilizando redes neurais artificiais, capaz de prever e monitorar a incidéncia
de mortes por AIDS, dada a frequéncia de procura de determinados termos (relacionados ao tema)
no buscador Baidu. A base Aids possui 33 atributos, sendo estes: o periodo (més e ano), o nimero
de mortes no referido periodo e os demais campos sao os termos buscados no Baidu, com suas
respectivas frequéncias. A base possui 78 tuplas, onde cada linha representa as frequéncias de um
més, comecando de janeiro de 2011 até junho de 2017. Seguem abaixo os atributos da base Aids

com seus respectivos identificadores:

1. Time
2. AIDS Death,
3. Regulation on the Prevention and Treatment of AIDS,
4. AIDS prevention knowledge,
5. AIDS awareness,
6. Handwritten AIDS newspaper,
7. Handwritten anti-AIDS newspaper,
8. AIDS virus,
9. How to prevent AIDS,
10. Route of transmission of AIDS,
11. AIDS prevention,
12. What is AIDS,
13. Which day is World AIDS Day,
14. The origins of the AIDS,
15. The origins of the AIDS,

16. AIDS,

“Disponivel em: https://datadryad.org/


https://datadryad.org/

17.

18.

19.

20.

21.

22.

23.

24.

25.

26.

27.

28.

29.

30.

31.

32.

33.

AIDS Day,

The origins of AIDS,

How to prevent AIDS,

AIDS awareness day,

World AIDS Day,

How to prevent AIDS,

AIDS awareness slogan,

AIDS/HIV,

Initial symptoms of AIDS,

Images of AIDS skin rashes,

How long will one survive once he/she contracts HIV,
How long can AIDS patients survive,
HIV/AIDS prevention,

AIDS village in Henan province,
How does one contract HIV,
Number of AIDS patients in China,

Symptoms of AIDS in incubation period

35

A base de dados Breast Cancer consolida dados do hospital de Wiscosin sobre o diagnéstico de

cancer de mama, relativos a pacientes que tiveram a doencga nos meses de janeiro e outubro de 1989;

fevereiro, abril e agosto de 1990; e janeiro, junho e novembro de 1991. A base possui 699 tuplas e 11

atributos, sendo eles o codigo identificador do paciente, o atributo classificador e os demais campos

sao caracteristicas da doenca. Seguem abaixo os atributos da referida base com seus respectivos

identificadores:

1.

2.

3.

Code number
Clump thickness

Uniformity of cell size
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4. Uniformity of cell shape
5. Marginal adhesion

6. Single epithelial cell size
7. Bare nuclei

8. Bland chromatin

9. Normal nucleoli

10. Mitoses

11. Class

Os dados utilizados foram os originais dos dois data sets, sem nenhum processo de normalizagao
dos mesmos. A base Breast Cancer possuia 16 tuplas com registros incompletos, removidos com
listwise deletion, totalizando 683 tuplas utilizadas nesta base. A base Aids nao possuia registros
incompletos.

A escolha desses dois datasets teve como objetivo avaliar a técnica proposta em uma base de
dados referéncia para benchmark em experimentos de aprendizado de méquina, a base Breast Cancer,
utilizada nos trabalhos de Nanni et al. [2012], Castaneda et al. [2008|, Soares [2007], entre outros,
em comparagao com a base Aids, utilizada recentemente nos experimentos de Nan and Gao [2018].

A correlagao entre os atributos das bases de dados é de suma importancia para o processo de
imputagao e tendem a favorecer medigoes baseadas em anélises de similaridade [Soares, 2007]. As
tabelas V.1, V.2, V.3 e V.4 representam as matrizes de correlagdo (pearson) dos datasets Aids e
Breast Cancer. Dada a quantidade de atributos, a matriz da base Aids foi dividida em trés tabelas

para facilitar a visualizagao.



Tabela V.1: Aids:

matriz de correlacao, parte 1.

3 4 5 6 7 8 9 10 11
3 1 0,79 0,732 0,723 0,735 0,777 0,697 0,708 0,715
4 0,79 1 0,877 0,846 0,851 0,657 0,888 0,744 0,906
5 0,732 0,877 1 0,904 0,876 0,656 0,914 0,689 0,906
6 0,723 0,846 0,904 1 0,982 0,744 0,885 0,688 0,937
7 0,735 0,851 0,876 0,982 1 0,756 0,866 0,682 0,92
8 0,777 0,657 0,656 0,744 0,756 1 0,677 0,803 0,705
9 0,697 0,888 0,914 0,885 0,866 0,677 1 0,812 0,959
10 0,708 0,744 0,689 0,688 0,682 0,803 0,812 1 0,751
11 0,715 0,906 0,906 0,937 0,92 0,705 0,959 0,751 1
12 0,728 0,833 0,854 0,829 0,807 0,782 0,937 0,852 0,913
13 0,708 0,779 0,771 0,788 0,815 0,7 0,745 0,648 0,763
14 0,641 0,735 0,614 0,647 0,675 0,619 0,663 0,652 0,635
15 0,667 0,517 0,473 0,612 0,626 0,878 0,554 0,746 0,578
16 0,662 0,587 0,612 0,676 0,659 0,887 0,721 0,852 0,702
17 0,602 0,815 0,858 0,8 0,772 0,622 0,924 0,754 0,902
18 0,674 0,611 0,66 0,733 0,733 0,867 0,721 0,767 0,732
19 0,617 0,838 0,893 0,807 0,789 0,582 0,936 0,661 0,907
20 0,703 0,84 0,903 0,813 0,802 0,526 0,851 0,563 0,845
21 0,576 0,784 0,825 0,733 0,726 0,517 0,853 0,664 0,811
22 0,599 0,792 0,84 0,763 0,746 0,572 0,925 0,689 0,872
23 0,538 0,773 0,894 0,75 0,727 0,408 0,803 0,504 0,767
24 0,473 0,673 0,677 0,663 0,692 0,581 0,739 0,627 0,689
25 0,568 0,408 0,342 0,561 0,595 0,823 0,427 0,623 0,494
26 0,583 0,308 0,246 0,434 0,494 0,666 0,252 0,388 0,326
27 0,519 0,306 0,226 0,436 0,498 0,702 0,257 0,458 0,343
28 0,463 0,11 0,169 0,304 0,322 0,64 0,204 0,431 0,198
29 0,426 0,713 0,769 0,555 0,503 0,231 0,763 0,497 0,672
30 0,451 0,585 0,563 0,404 0,378 0,441 0,595 0,562 0,53
31 0,51 0,384 0,444 0,515 0,529 0,738 0,502 0,612 0,48
32 0,526 0,645 0,553 0,372 0,404 0,315 0,607 0,596 0,51
33 0,596 0,523 0,475 0,543 0,541 0,787 0,633 0,753 0,603

Tabela V.2: Aids: matriz de correlagao, parte 2.

12 13 14 15 16 17 18 19 20
3 0,728 0,708 0,641 0,667 0,662 0,602 0,674 0,617 0,703
4 0,833 0,779 0,735 0,517 0,587 0,815 0,611 0,838 0,84
5 0,854 0,771 0,614 0,473 0,612 0,858 0,66 0,893 0,903
6 0,829 0,788 0,647 0,612 0,676 0,8 0,733 0,807 0,813
7 0,807 0,815 0,675 0,626 0,659 0,772 0,733 0,789 0,802
8 0,782 0,7 0,619 0,878 0,887 0,622 0,867 0,582 0,526
9 0,937 0,745 0,663 0,554 0,721 0,924 0,721 0,936 0,851
10 0,852 0,648 0,652 0,746 0,852 0,754 0,767 0,661 0,563
11 0,913 0,763 0,635 0,578 0,702 0,902 0,732 0,907 0,845
12 1 0,746 0,622 0,677 0,856 0,935 0,834 0,893 0,768
13 0,746 1 0,667 0,514 0,594 0,719 0,597 0,708 0,78
14 0,622 0,667 1 0,544 0,531 0,585 0,42 0,588 0,593
15 0,677 0,514 0,544 1 0,879 0,53 0,876 0,41 0,312
16 0,856 0,594 0,531 0,879 1 0,719 0,917 0,618 0,474
17 0,935 0,719 0,585 0,53 0,719 1 0,701 0,9 0,782
18 0,834 0,597 0,42 0,876 0,917 0,701 1 0,635 0,51
19 0,893 0,708 0,588 0,41 0,618 0,9 0,635 1 0,869
20 0,768 0,78 0,593 0,312 0,474 0,782 0,51 0,869 1
21 0,834 0,722 0,58 0,405 0,565 0,892 0,564 0,856 0,782
22 0,894 0,633 0,551 0,471 0,653 0,883 0,683 0,946 0,797
23 0,668 0,612 0,497 0,178 0,358 0,7 0,417 0,821 0,845
24 0,688 0,509 0,546 0,505 0,582 0,626 0,649 0,718 0,521
25 0,553 0,485 0,44 0,864 0,768 0,405 0,763 0,272 0,179
26 0,384 0,538 0,427 0,711 0,577 0,264 0,58 0,165 0,223
27 0,386 0,458 0,411 0,792 0,636 0,273 0,654 0,142 0,127
28 0,378 0,302 0,275 0,738 0,698 0,227 0,641 0,099 0,06
29 0,65 0,483 0,445 0,031 0,284 0,715 0,266 0,813 0,792
30 0,576 0,472 0,441 0,252 0,431 0,562 0,379 0,592 0,533
31 0,649 0,56 0,422 0,756 0,799 0,541 0,759 0,451 0,336
32 0,587 0,491 0,48 0,272 0,374 0,59 0,36 0,595 0,559
33 0,766 0,478 0,49 0,797 0,874 0,615 0,807 0,521 0,394
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Tabela V.3: Aids:

matriz de correlagao, parte 3.

21 22 23 24 25 26 27 28 29 30 31 32 33
3 0,576 0,599 0,538 0,473 0,568 0,583 0,519 0,463 0,426 0,451 0,51 0,526 0,596
4 0,784 0,792 0,773 0,673 0,408 0,308 0,306 0,11 0,713 0,585 0,384 0,645 0,523
5 0,825 0,84 0,894 0,677 0,342 0,246 0,226 0,169 0,769 0,563 0,444 0,553 0,475
6 0,733 0,763 0,75 0,663 0,561 0,434 0,436 0,304 0,555 0,404 0,515 0,372 0,543
7 0,726 0,746 0,727 0,692 0,595 0,494 0,498 0,322 0,503 0,378 0,529 0,404 0,541
8 0,517 0,572 0,408 0,581 0,823 0,666 0,702 0,64 0,231 0,441 0,738 0,315 0,787
9 0,853 0,925 0,803 0,739 0,427 0,252 0,257 0,204 0,763 0,595 0,502 0,607 0,633
10 0,664 0,689 0,504 0,627 0,623 0,388 0,458 0,431 0,497 0,562 0,612 0,596 0,753
11 0,811 0,872 0,767 0,689 0,494 0,326 0,343 0,198 0,672 0,53 0,48 0,51 0,603
12 0,834 0,894 0,668 0,688 0,553 0,384 0,386 0,378 0,65 0,576 0,649 0,587 0,766
13 0,722 0,633 0,612 0,509 0,485 0,538 0,458 0,302 0,483 0,472 0,56 0,491 0,478
14 0,58 0,551 0,497 0,546 0,44 0,427 0,411 0,275 0,445 0,441 0,422 0,48 0,49
15 0,405 0,471 0,178 0,505 0,864 0,711 0,792 0,738 0,031 0,252 0,756 0,272 0,797
16 0,565 0,653 0,358 0,582 0,768 0,577 0,636 0,698 0,284 0,431 0,799 0,374 0,874
17 0,892 0,883 0,7 0,626 0,405 0,264 0,273 0,227 0,715 0,562 0,541 0,59 0,615
18 0,564 0,683 0,417 0,649 0,763 0,58 0,654 0,641 0,266 0,379 0,759 0,36 0,807
19 0,856 0,946 0,821 0,718 0,272 0,165 0,142 0,099 0,813 0,592 0,451 0,595 0,521
20 0,782 0,797 0,845 0,521 0,179 0,223 0,127 0,06 0,792 0,533 0,336 0,559 0,394
21 1 0,806 0,703 0,558 0,272 0,245 0,201 0,124 0,74 0,511 0,432 0,689 0,448
22 0,806 1 0,736 0,789 0,319 0,151 0,148 0,134 0,754 0,567 0,506 0,598 0,608
23 0,703 0,736 1 0,596 0,058  -0,012  -0,026 0,06 0,82 0,545 0,168 0,488 0,223
24 0,558 0,789 0,596 1 0,433 0,125 0,228 0,142 0,481 0,492 0,556 0,474 0,562
25 0,272 0,319 0,058 0,433 1 0,757 0,802 0,71 -0,182 0,164 0,713 0,072 0,761
26 0,245 0,151 -0,012 0,125 0,757 1 0,894 0,794  -0,218  -0,048 0,622 0,124 0,49
27 0,201 0,148  -0,026 0,228 0,802 0,894 1 0,771 _0,278  -0,021 0,618 0,108 0,522
28 0,124 0,134 -0,06 0,142 0,71 0,794 0,771 1 -0,249 -0,021 0,693 0,014 0,567
29 0,74 0,754 0,82 0,481 -0,182  -0,218  -0,278  -0,249 1 0,604 0,062 0,648 0,191
30 0,511 0,567 0,545 0,492 0,164 -0,048 -0,021 -0,021 0,604 1 0,223 0,45 0,433
31 0,432 0,506 0,168 0,556 0,713 0,622 0,618 0,693 0,062 0,223 1 0,273 0,732
32 0,689 0,598 0,488 0,474 0,072 0,124 0,108 0,014 0,648 0,45 0,273 1 0,382
33 0,448 0,608 0,223 0,562 0,761 0,49 0,522 0,567 0,191 0,433 0,732 0,382 1
Tabela V.4: Breast Cancer: matriz de correlagao.
2 3 4 5 6 7 8 9 10

2 1 0,642 0,653 0,488 0,524 0,593 0,554 0,534 0,351

3 0,642 1 0,907 0,707 0,754 0,692 0,756 0,719 0,461

4 0,653 0,907 1 0,686 0,722 0,714 0,735 0,718 0,441

5 0,488 0,707 0,686 1 0,595 0,671 0,669 0,603 0,419

6 0,524 0,754 0,722 0,595 1 0,586 0,618 0,629 0,481

7 0,593 0,692 0,714 0,671 0,586 1 0,681 0,584 0,339

8 0,554 0,756 0,735 0,669 0,618 0,681 1 0,666 0,346

9 0,534 0,719 0,718 0,603 0,629 0,584 0,666 1 0,434

10 0,351 0,461 0,441 0,419 0,481 0,339 0,346 0,434 1
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Com o objetivo de analisar o nivel de correlagao dos atributos das bases de dados, foram veri-
ficadas as quantidades de correlagoes maiores que 50%, de modo a aferir se os datasets apresentam

alta ou baixa correlagdo. A tabela V.5 detalha comparativamente os resultados.

V.2.2 Auséncias de Dados e Selecao de Atributos

No que tange a simulacao da auséncia, adotou-se neste trabalho uma abordagem em largura
[Soares, 2007|: foram geradas auséncias em todos os atributos de todas as bases, a excegao dos
atributos identificadores e classificadores. Soares [2007] propde a utilizagdo dos percentuais de
auséncia 10%, 20%, 30%, 40% e 50%. Entretanto, para cada base e atributo, optou-se por gerar
auséncias de dados nas proporgoes de 10%, 20% e 30%, dado o ntmero elevado de simulagoes
caso fosse considerada a proposta original; também pelo fato de o fendmeno que se deseja observar,
variagao do parametro T, apresentar resultados interessantes na configuragao proposta. As auséncias
foram geradas seguindo o mecanismo MCAR.

Em relagao a selegao de atributos, o objetivo foi verificar se a tarefa de selegdo com o algoritmo
PCA contribui para a geragdo de valores imputados com maior precisdo. Foram utilizadas as
proporg¢oes de 10%, 20% e 30% de reducao na quantidade de atributos selecionados, com base na
matriz de covariancia gerada pelo algoritmo PCA [Soares, 2007|. Isso significa que foram utilizados,
respectivamente, 90%, 80% e 70% dos atributos mais relevantes das bases de dados. Como a reducao
é percentual e nao representa valores inteiros (quantidade de atributos em cada base), foi utilizado
sempre a por¢ao inteira inferior (piso) do valor sugerido pela tarefa de selegdo. Por exemplo, 10%
de redugao no nimero de atributos da base Aids significa utilizar 29,7 atributos, logo neste caso 29

atributos foram utilizados.

V.3 Appraisal-Spark

O Appraisal-Spark é um framework desenvolvido para Apache Spark que tem como objetivo
geral a criagdo, a execugao e o gerenciamento de planos de imputacao em larga escala. Inspirado
no sistema Appraisal desenvolvido por Soares [2007], o Appraisal-Spark é uma implementagao to-

talmente nova, na linguagem Scala, sendo a materializacao da técnica proposta neste trabalho: a

Tabela V.5: Analise comparativa do nimero de correlagoes maiores que 50% nas bases Aids e Breast
Cancer.

N°de N°de correlagoes
correlacoes > 50%

Aids 31 961 236 (25%) Baixa
Breast Cancer 9 81 63 (78%) Alta

Base de dados  N°de atributos Correlagao
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utilizagao da imputagao composta, combinada com a tarefa de ensemble (Bagging), para a geragao
de valores imputados com maior acurécia.

A linguagem Scala foi a escolhida para a implementagao do framework, uma vez que o pro-
prio Apache Spark é desenvolvido nativamente em Scala, fazendo com que c6digos nesta linguagem
apresentem maior desempenho®. Além disso, apesar de suportar Python, Java e R, novas imple-

mentagoes do Apache Spark sdo disponibilizadas primeiramente em Scala.

V.3.1 Arquitetura

A arquitetura do Appraisal-Spark tem como base os principais médulos do sistema Appraisal

original:
1. O moédulo Crowner, que executa os planos de imputagao;

2. O modulo Reviewer, que verifica a qualidade das sugestoes de imputagdo produzidas pelo

moédulo Crowner,

3. O moédulo Eraser, que simula valores ausentes em base de dados, seguindo o mecanismo e

percentual de auséncia definidos pelo usuério.

A figura V.1 ilustra a interacao entre os modulos do sistema:

= Eraser

BD com Valpres Ausentes BD com “algres Qriginais

Crowner

¥

R ewiewer

Figura V.1: Médulos do sistema Appraisal. Fonte: adaptado de Soares [2007].

Soares [2007] propos um quarto moédulo chamado Committee, o qual criava comités de comple-

mentacao de dados ausentes, combinando resultados de diferentes planos de imputacgao. Entretanto,

®Disponivel em: https://www.dezyre.com/article/scala-vs-python-for-apache-spark/213


https://www.dezyre.com/article/scala-vs-python-for-apache-spark/213
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a utilizacao deste modulo ndo aumentou a precisdo dos valores imputados. Além disso, na estratégia
adotada, sao combinadas execugoes de um mesmo plano de imputacao e nao de planos de imputacao
diferentes. Por esses motivos optou-se por nao utilizar o referido modulo.

No Appraisal-Spark, além das tarefas de sele¢ao, agrupamento e imputagao, originarias da im-
putacao composta, foi criada a tarefa de ensemble. A tarefa de ensemble compbe uma estratégia,
que por sua vez é associada ao algoritmo Bagging. Se utilizada, a tarefa de ensemble deve ser obri-
gatoriamente a primeira tarefa do plano de imputagao. Isso ocorre pois é a partir dessa tarefa que
se originam os base learners de imputacao, conforme explicado na segao IV.1. O core do Appraisal-
Spark implementa o algoritmo motor de imputacao, detalhado na segao IV.2, para a execugao de
tarefas de ensemble e imputacao composta em ambiente Apache Spark.

Seguindo o conceito de proveniéncia retrospectiva, todos os planos de imputacao, bem como suas
estratégias, algoritmos e parametros sao detalhados no log de execucao do framework. Sao contro-
lados o tempo total de execucao (janela) e o tempo por plano de imputagao. Como instrumentos de
proveniéncia prospectiva, é possivel verificar no log as proximas tarefas a serem executadas, dentro
de um mesmo plano de imputacdo, bem como os proximos planos a serem executados. E possivel
acompanhar a quantidade de planos de imputagao finalizados e o percentual de completude geral
dos experimentos. Ao fim do experimento, sao registrados no log os resultados de todos os planos
de imputacao realizados. Por fim, o plano com menor erro absoluto é sugerido para imputagdo na
referida base de dados.

Tais funcionalidades do Appraisal-Spark, no sentido de permitir a composi¢ao de diversos planos
de imputacgao, acompanhar suas execugoes e gerenciar a proveniéncia retrospectiva e prospectiva,

remetem a caracteristicas de workflows cientificos.

V.3.2 Funcionalidades

No que tange ao modo de execuc¢ado, o Appraisal-Spark foi construido no sentido de utilizar
toda a capacidade de paralelismo do Apache Spark. Entretanto, com o objetivo de possibilitar a
comparacao de desempenho entre planos de imputagao, com e sem paralelismo, o modo de execugao
pode ser configurado. O framework possui um pardmetro chamado single, informado na instrucao
de execugao do experimento. Se o pardmetro for informado, o experimento é executado em modo
serial, se nao for informado, é executado em paralelo.

Na modalidade serial, os planos de imputagdo, bem como suas tarefas e algoritmos, sao execu-
tados na ordem em que foram programadas pelo cientista de dados. O modo paralelo tem como
base os conceitos map-reduce e parallelized collections |Zaharia et al., 2016¢|, de forma que tantos os
planos de imputagdo, como suas tarefas e algoritmos sao executadas em paralelo. O Apache Spark

otimiza esse processo, sem comprometer o ordenamento das tarefas do plano de imputacgao. Buscou-
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se, sempre que possivel, implementar as instrugoes em Spark SQL, uma vez que estas apresentam
ganho de desempenho em comparagao com a utilizagao tradicional de RDDs [Armbrust et al., 2015].

O framework possui nativamente as seguintes funcionalidades:

e Eraser: possibilita a simulagao de auséncias em bases de dados seguindo o mecanismo MCAR.
Tem como entrada o atributo onde serao geradas as auséncias e o percentual de auséncia

desejado.

e Composicao de Planos de Imputacao: permite a composicao de planos de imputagao por meio
das interfaces ImputationPlan, Strategy, Ensemble, Selection, Clustering e Imputation. Essas

interfaces permitem a criagdo de planos seguindo o modelo de imputacdo composta.

e (lassificadores ensemble: utiliza o algoritmo Bagging para a geracao de base learners de im-

putacao e posterior combinagao, para a geragao dos valores imputados.

e Selecao de atributos: implementa o algoritmo PCA para identificar os atributos de maior

correlagdo em um conjunto de dados.

e Agrupamento: utiliza os algoritmos K-Means e K-MeansPlus, para identificar grupos em

conjuntos de dados.

e Imputacdo: os algoritmos AVG e K-NN séo utilizados para a composi¢ao de valores imputados.

Os algoritmos implementados serdao abordados com mais detalhes na préxima segao.

V.3.3 Algoritmos

Alguns algoritmos do Appraisal-Spark utilizam como base a biblioteca MLIib [Meng et al.,
2016b]; outros foram desenvolvidos integralmente no framework. Entretanto, todos os algoritmos
implementados seguem a arquitetura detalhadas na figura V.2. Na linguagem Scala, interfaces sao
chamadas traits. As classes, por sua vez, estendem traits. Para facilitar o entendimento, traits serao
referidos como interfaces no texto.

Os algoritmos Bagging, PCA, K-Means, K-MeansPlus, AVG e K-NN foram implementados da

seguinte forma:

e O algoritmo Bagging implementa a interface EnsembleAlgorithm, recebendo como entrada o
conjunto de treinamento e a hash de parametros de configuracao. O método run retorna a

interface EnsembleResult.

e O algoritmo PCA implementa a interface SelectionAlgorithm, recebendo como entrada o con-

junto de treinamento e a hash de parametros de configuraggo. O método run retorna a
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LAY AP AN
S : | : .
| I | |
_______
Ensemble - Selectiond Clustering ~ Imputation -
Algorithrm - lgorithm - Algorithm - Algorithm

Figura V.2: Diagrama de classes: interfaces do framework Appraisal-Spark.

interface SelectionResult. Utiliza a classe org.apache.spark.mllib.linalg. distributed. RowMatriz

da biblioteca MLIlib, para computar matrizes de covarincia.

e O algoritmo K-Means implementa a interface AgrupamentoAlgorithm, recebendo como en-
trada o conjunto de treinamento e a hash de parametros de configuragao. O método run re-
torna a interface ClusteringResult. Utiliza a classe org.apache.spark.mllib. clustering. K Means

da biblioteca MLIlib, para identificar grupos com base no parametro k informado.

e Além da versao tradicional do algoritmo, foi implementada uma versao chamada K-MeansPlus,
a qual adota o procedimento descrito na documentagao da API [Meng et al., 2016a], que
consiste em verificar o valor do atributo WSSSE ( Within Set Sum of Squared Error) a cada
iteragdo do K-Means. A documentacao sugere que, geralmente, o nimero 6timo k de grupos
¢é obtido na iteracdo anterior a qual o valor de WSSSE aumenta. A versao KMeansPlus foi a

utilizada na execucao dos experimentos.

e O algoritmo AVG implementa a interface ImputationAlgorithm, recebendo como entrada o

conjunto de treinamento e a hash de pardmetros de configuracdo. O método run retorna a
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interface ImputationResult.

e O algoritmo K-NN implementa a interface ImputationAlgorithm, recebendo como entrada o
conjunto de treinamento e a hash de parametros de configuracao. O método run retorna a

interface ImputationResult.

Os algoritmos implementados no Appraisal-Spark nao necessitam que suas execugdes ocorram
dentro de um contexto de imputacao, ou seja, obrigatoriamente atreladas a um plano de imputagao.
Todos os algoritmos desenvolvidos podem ser executados de maneira independente. Além disso, o
framework foi desenvolvido com o intuito de suportar implementagoes personalizadas. Logo, qual-
quer algoritmo que estenda as interfaces descritas na figura V.2, pode ser utilizado na composigao

de planos de imputacao.

V.3.4 Estrutura de Pacotes

O Appraisal-Spark é organizado de acordo com a seguinte estrutura de pacotes:

e appraisal.spark.interfaces contém as interfaces utilizadas ao longo do framework. E nesse

pacote que estao os elementos para composicao de planos de imputagao.

e appraisal.spark.entities contém entidades utilizadas ao longo das implementacoes, inclusive

tipos imutéveis, como os retornos dos métodos run das interfaces do sistema.

e appraisal.spark.strategies contém as estratégias utilizadas na composicao dos planos de impu-

tagao.

e appraisal.spark.engine contém as classes responsaveis pelo core do AppraisalSpark, o motor

de imputagao, o qual executa e gerencia planos de imputagao.
e appraisal.spark.algorithm contém as implementagoes dos algoritmos do framework.

e appraisal.spark.statistic contém a classe com métodos estatisticos para aferir a precisao dos

valores imputados.

o appraisal.spark.util contém a classe com implementacgoes utilitarias reutilizadas ao longo do

framework.

Juntamente com o Appraisal-Spark, foi desenvolvido um segundo projeto chamado Appraisal-
Spark-Executor. Este projeto contém exemplos de como utilizar o Appraisal-Spark como uma
biblioteca. Além disso, possui classes com demonstracoes de como compor planos de imputacao e
utilizar as funcionalidades do framework. Os experimentos deste trabalho estao implementados no

projeto.
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V.4 Parametrizacao de Algoritmos

Adotou-se a proposta de ampla variacdo do pardmetro k para os algoritmos K-Means e K-NN
Soares [2007]. Dessa forma, considerando o ntimero de tuplas em cada base de dados, o parametro

k teve como variagao méxima os valores descritos na tabela V.6.

Tabela V.6: Variagdo do parametro k nos algoritmos K-Means e K-NN.

Percentual de auséncia

Base de dados Algoritmo 10 20 30
Aid k-NN 1-70 1-62 1-54
1ds k-Means 2-70 2-62 2-54
k-NN 1-614 1-546 1-478

Breast Cancer k-Means 2-614 2-546 2-478
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V.5 Infraestrutura e Configuragao

Os experimentos foram realizados em um cluster Apache Spark composto por quatro méquinas

com a seguinte configuracao:
e Processador: AMD PRO A10-67508 R7, 3.60 GHz.
e Quantidade de cores: 4, sendo todos utilizados pelo cluster Spark.
e Memoria (RAM): 8,00 GB, sendo 5,00 GB utilizados pelo cluster Spark.
e No total, o cluster Spark dispunha de 16 cores e 20,00 GB de memoria (RAM).

Os experimentos realizados em modo serial foram executados em tnico core com 5,00 GB de
memoria (RAM). Os experimentos com paralelismo foram executados em 1 core, com 1,00 GB de
memoria (RAM) alocada ao driver memory, e quatro ezecutors com 1 GB de memoéria (RAM) cada,

totalizando os mesmos 5,00 GB de memoria (RAM) utilizados no experimento serial.

V.5.1 Experimentos Realizados

Seguindo a estratégia de experimentagao proposta por Soares [2007|, para cada base de dados,
atributo, percentual de auséncia e percentual de selecao, foram executados os seguintes planos de

imputagao:

—

. Selegao— Agrupamento—Imputagao|Avg|: SAI|Avg]|
2. Sele¢cao— Agrupamento—Imputagao|Knn|: SAI[Knn]
3. Agrupamento—Selecao—Imputagao|Knn|: ASI|Knn|
4. Agrupamento—Imputagaol|Avg|: Al[Avg]

5. Agrupamento—Imputacao[Knn|: AI|Knn|

6. Selecaio—Imputagao[Knn|: SI[Knn|

7. Imputacao[Avg|: I[Avg]

o

. Imputagao|[Knn|: I|Knn]|

Considerando os experimentos com ensemble, foi utilizada a variagao do pardmetro T de um a
trés, de forma a promover a geragdo de no minimo um e no maximo trés base learners de imputagao.
O proposito dessa estratégia é verificar se a afirmacao de Zhou [2012], de que o erro com Bagging

diminui conforme o nimero de base learners aumenta, também se repete para o método proposto.
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Foram realizados oito experimentos, cujas técnicas, modos de execugao, quantidade de planos

de imputagao e tempos de processamento sao detalhados na tabela V.7.

Tabela V.7: Numero de planos de imputacao executados e tempo gasto por experimento.

Base de dados Técnica Modo (~1e Quantidade  Tempo
execugao de PIs (h)
. Serial 50
Aids 1C Paralelo 2232 924
Serial 22
Breast Cancer IC Paralelo 648 12
. Serial 260
Aids IC + Ensemble Paralelo 6696 119
Breast Cancer IC + Ensemble Serial 1944 115
Paralelo 69
Total 23040 671

V.6.1 Modo de Execugao (Serial x Paralelo)

Em relagao ao modo de execugao, todos os experimentos obtiveram ganho de desempenho com

paralelismo, conforme informado abaixo:

e O ganho de desempenho utilizando paralelismo foi de 51,88% na base de dados Aids, para o

experimento apenas com imputagao composta.

e O ganho de desempenho com paralelismo foi de 45,20% na base de dados Breast Cancer, para

0 experimento apenas com imputagao composta.

e O ganho de desempenho utilizando paralelismo foi de 54,09% na base de dados Aids, para o

experimento com imputagao composta e ensemble.

e O ganho de desempenho com paralelismo foi de 39,59% na base de dados Breast Cancer, para

0 experimento com imputacao composta e ensemble.

A figura V.3 ilustra o ganho de desempenho com o modo de execugao paralela e distribuida.

V.6.2 Resultados por Experimento

Nesta se¢ao serao analisados graficamente os resultados para cada uma das bases de dados utili-

zadas e seus respectivos experimentos. Os resultados dos experimentos estao consolidados de acordo

com o erro médio do plano de imputagao, ou seja, a média de erro para imputagoes realizadas em
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Figura V.3: Comparacao dos experimentos quanto ao modo de execucgao: serial x paralelo.

todos atributos das bases de dados, em cada um dos percentuais de auséncia, selecao e quantidade
de base learners de imputacao T (no caso dos experimentos com ensemble). A priori, serdo analisa-
dos os resultados somente com imputacao composta e posteriormente com imputacao composta e
ensemble.

Foi possivel observar que o plano de imputagao que utiliza apenas a média simples apresentou
erro elevado em todos os experimentos realizados. Tal fato confirma a afirmacao de Soares [2007] e
Tavares et al. [2018], de que esta ndo é uma boa estratégia de imputacao. Dessa forma, este plano
teve sua visualizagao restrita a um limite, ajustado para facilitar a visualizagao grafica. Entretanto,
os valores absolutos dos erros de todos os planos de imputagao sao apresentados. Os experimentos

foram numerados para facilitar a organizagdo e entendimento.

Imputagao Composta - Base de Dados AIDS

1) No experimento com 10% de auséncia e 10% de redugao na selegao de atributos, grafico V.4, o
plano de imputagao que obteve o melhor resultado foi: AI[Knn|. E possivel observar que a utilizacio
da tarefa de selegao afetou pouco o erro gerado para o plano SI[Knn|, em comparacao com o plano
I[Knn|. E possivel observar também que a tarefa de agrupamento precedendo a de sele¢do obteve
um resultado melhor do que a de sele¢ao precedendo a de agrupamento.

2) No experimento com 10% de auséncia e 20% de reducao na sele¢ao de atributos, grafico V.5,
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Figura V.4: Experimento com 10% de auséncia de dados e redugao de 10% na etapa de sele¢ao de

atributos.

o plano de imputacao que obteve o melhor resultado foi: SAI[Knn|. A tarefa de selegao precedendo

a de agrupamento obteve um resultado melhor do que a de agrupamento precedendo a de selecao.
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Figura V.5: Experimento com 10% de auséncia de dados e redugao de 20% na etapa de sele¢iao de

atributos.

3) No experimento com 10% de auséncia e 30% de redugdo na selegao de atributos, grafico V.6,
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o plano de imputagao que obteve o melhor resultado foi: ASI[Knn|. A tarefa de agrupamento prece-

dendo a de sele¢cao obteve um resultado melhor do que a de selecao precedendo a de agrupamento.
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Figura V.6: Experimento com 10% de auséncia de dados e redugao de 30% na etapa de sele¢ao de
atributos.

4) No experimento com 20% de auséncia e 10% de reducao na sele¢ao de atributos, grafico V.7,
o plano de imputagao que obteve o melhor resultado foi: AI[Knn|. A tarefa de agrupamento prece-
dendo a de sele¢ao obteve um resultado melhor do que a de selecao precedendo a de agrupamento.

5) No experimento com 20% de auséncia e 20% de redugao na sele¢do de atributos, grafico
V.8, o plano de imputagao que obteve o melhor resultado foi novamente: AI[Knn|. A tarefa de
agrupamento precedendo a de selecao obteve um resultado melhor do que a de selecao precedendo
a de agrupamento.

6) No experimento com 20% de auséncia e 30% de redugdo na selegao de atributos, grafico V.9,
o plano de imputagao que obteve o melhor resultado foi: ASI[Knn|. A tarefa de agrupamento prece-
dendo a de selegao obteve um resultado melhor do que a de selecao precedendo a de agrupamento.

7) No experimento com 30% de auséncia e 10% de redugao na sele¢ao de atributos, grafico
V.10, o plano de imputagdo que obteve o melhor resultado foi novamente: ASI[Knn|. A tarefa de
agrupamento precedendo a de selegdo obteve um resultado melhor do que a de selecao precedendo
a de agrupamento.

8) No experimento com 30% de auséncia e 20% de redugao na selegao de atributos, grafico
V.11, o plano de imputagao que obteve o melhor resultado foi novamente: ASI[Knn|. A tarefa de

agrupamento precedendo a de selecao obteve um resultado melhor do que a de selecao precedendo
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Figura V.7: Experimento com 20% de auséncia de dados e redugao de 10% na etapa de sele¢ao de

atributos.
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Figura V.8: Experimento com 20% de auséncia de dados e redugao de 20% na etapa de selecao de

atributos.

a de agrupamento.

9) No experimento com 30% de auséncia e 30% de redugao na selegao de atributos, grafico V.12,

o plano de imputac@o que obteve o melhor resultado foi: SAI|Knn|. A tarefa de selegao precedendo
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Figura V.9: Experimento com 20% de auséncia de dados e redugao de 30% na etapa de sele¢ao de

atributos.
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Figura V.10: Experimento com 30% de auséncia de dados e reducao de 10% na etapa de selegao de

atributos.

a de agrupamento obteve um resultado melhor do que a de agrupamento precedendo a de selegao.

E possivel observar na tabela V.8 o erro médio de todos os planos de imputacio executados no

experimento. O grafico V.13 detalha a evolugao do plano ASI|Knn|, que apresentou a maior precisao
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Figura V.11: Experimento com 30% de auséncia de dados e redugao de 20% na etapa de selegao de
atributos.
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Figura V.12: Experimento com 30% de auséncia de dados e reducao de 30% na etapa de selegao de
atributos.

ao longo dos experimentos realizados. O plano obteve o melhor resultado na configuragao com o
menor percentual de auséncia (10%), quando existem menos dados a serem imputados. Reduzir

o numero de atributos utilizados na tarefa de selegdo diminuiu o erro em dois experimentos, nos
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demais o erro do plano aumentou.

Tabela V.8: Aids: erro médio dos experimentos com imputagdo composta.

Plano de imputagao Erro médio(%)
Al|Avg] 8.23
AI[Knn)| 3.09
ASI|Knn]| 3.07
I[Avg] 43.40
[|Knn)| 11.77
SAI|Avg] 7.90
SAI[Knn]| 3.25
SI[Knn] 11.83

Aids - Clustering->Selection->Imputation[Knn]

mml
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Figura V.13: Desempenho do plano de imputagao ASI[Knn| ao longo dos experimentos realizados.

Imputagao Composta - Base de Dados Breast Cancer

1) No experimento com 10% de auséncia e 10% de redugao na selegao de atributos, grafico V.14,
o plano de imputagao que obteve o melhor resultado foi: AI[Knn|. A tarefa de selegao precedendo
a de agrupamento obteve um resultado melhor do que a de agrupamento precedendo a de selegao.
2) No experimento com 10% de auséncia e 20% de redugao na sele¢ao de atributos, grafico V.15,
o plano de imputacao que obteve o melhor resultado foi: SAI|Knn|. A tarefa de sele¢ao precedendo
a de agrupamento obteve um resultado melhor do que a de agrupamento precedendo a de selegao.
3) No experimento com 10% de auséncia e 30% de redugao na sele¢do de atributos, grafico

V.16, o plano de imputagao que obteve o melhor resultado foi: ASI[Knn|. A tarefa de agrupa-
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Figura V.14: Experimento com 10% de auséncia de dados e redugao de 10% na etapa de selegao de

atributos.
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Figura V.15: Experimento com 10% de auséncia de dados e reducao de 20% na etapa de selegao de

atributos.

mento precedendo a de selecao obteve um resultado melhor do que a de selecao precedendo a de

agrupamento.

4) No experimento com 20% de auséncia e 10% de redugao na sele¢ao de atributos, grafico V.17,
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Figura V.16: Experimento com 10% de auséncia de dados e redugao de 30% na etapa de selegao de

atributos.

o plano de imputacao que obteve o melhor resultado foi: SAI[Knn|. A tarefa de selegao precedendo

a de agrupamento obteve um resultado melhor do que a de agrupamento precedendo a de selecao.

Breast Cancer [pa=20%,pca=10%]

11.3%

*110.03% Clustering->Imputation[Avg]
mmm Clustering->Imputation[Knn]
Clustering->Selection->=Imputation[Knn]
25 mmE Imputation[Avg]
Imputation[Knn]
H Selection->Clustering->Imputation[Avg]
Selection->Clustering->Imputation[Knn]
20 B Selection->Imputation[Knn]
B‘E 15 15.26%
5 14.26%
g
L
11.3%
10
6.22%
5 425%
0

Plano de imputagao

Figura V.17: Experimento com 20% de auséncia de dados e redugao de 10% na etapa de selegao de

atributos.

5) No experimento com 20% de auséncia e 20% de reducao na selegao de atributos, grafico V.18,
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o plano de imputagao que obteve o melhor resultado foi: SAI[Knn|. A tarefa de sele¢ao precedendo

a de agrupamento obteve um resultado melhor do que a de agrupamento precedendo a de selegao.
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Figura V.18: Experimento com 20% de auséncia de dados e redugao de 20% na etapa de selegao de
atributos.

6) No experimento com 20% de auséncia e 30% de redugao na sele¢ao de atributos, grafico V.19,
o plano de imputagao que obteve o melhor resultado foi: AI[Knn|. A tarefa de agrupamento prece-
dendo a de sele¢ao obteve um resultado melhor do que a de selecao precedendo a de agrupamento.
7) No experimento com 30% de auséncia e 10% de redugao na sele¢ao de atributos, grafico V.20,
o plano de imputacao que obteve o melhor resultado foi: SAI[Knn|. A tarefa de sele¢ao precedendo
a de agrupamento obteve um resultado melhor do que a de agrupamento precedendo a de selegao.
8) No experimento com 30% de auséncia e 20% de redugao na sele¢ao de atributos, grafico V.21,
o plano de imputacao que obteve o melhor resultado foi: SAI[Knn|. A tarefa de sele¢ao precedendo
a de agrupamento obteve um resultado melhor do que a de agrupamento precedendo a de selegao.
9) No experimento com 30% de auséncia e 30% de redugao na sele¢ao de atributos, grafico V.22,
o plano de imputacao que obteve o melhor resultado foi: SAI[Knn|. A tarefa de sele¢ao precedendo
a de agrupamento obteve um resultado melhor do que a de agrupamento precedendo a de selegao.
E possivel observar na tabela V.9 o erro médio de todos os planos de imputacio executados no
experimento. O grafico V.23 detalha a evolugao do plano SAI[Knn|, que apresentou a maior precisao
ao longo dos experimentos realizados. O plano obteve o melhor resultado na configuragao com o
menor percentual de auséncia (10%), quando existem menos dados a serem imputados. Reduzir

o nimero de atributos utilizados na tarefa de selecdo diminuiu o erro em dois experimentos, nos
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Figura V.19: Experimento com 20% de auséncia de dados e redugao de 30% na etapa de selegao de
atributos.
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Figura V.20: Experimento com 30% de auséncia de dados e redugao de 10% na etapa de selegao de
atributos.

demais o erro do plano aumentou.
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Figura V.21: Experimento com 30% de auséncia de dados e redugao de 20% na etapa de selegao de

atributos.
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Figura V.22: Experimento com 30% de auséncia de dados e reducao de 30% na etapa de selegao de

atributos.

Imputagao Composta e Ensemble - Base de Dados Aids

Conforme explicado anteriormente, optou-se variar o parametro T de um a trés, cabe ressaltar

que a execucao com T igual a um é a propria imputagao composta, uma vez que com apenas um



Tabela V.9: Breast Cancer: erro médio dos experimentos com imputagao composta.
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Figura V.23: Desempenho do plano de imputagao SAI[Knn| ao longo dos experimentos realizados.

base learner nao existe etapa de combinacao no algoritmo Bagging.

1) No experimento com 10% de auséncia e 10% de redugao na selegao de atributos, grafico V.24,

é possivel observar que todos os experimentos obtiveram ganhos de precisao com ensemble. Nestes

planos o erro diminuiu continuamente de T1 a T3. Dois planos apresentaram aumento de erro de

T1 para T2. Trés planos apresentaram aumento de erro de T2 para T3.

2) No experimento com 10% de auséncia e 20% de reducao na selegao de atributos, grafico V.25,

é possivel observar que todos os experimentos obtiveram ganhos de precisao com ensemble. Nestes

planos o erro diminuiu continuamente de T1 a T3 em trés experimentos. Dois planos apresentaram

aumento de erro de T1 para T2. Trés planos apresentaram aumento de erro de T2 para T3.

3) No experimento com 10% de auséncia e 30% de redugao na selegao de atributos, grafico V.26,

é possivel observar que todos os experimentos obtiveram ganhos de precisao com ensemble. Em seis



Erro (%)

Aids [ensemble=bagging,T=|1-2-3|,pa=10%,pca=10%]

61

*39.0 .0 320

10.18

827

Clustering->Imputation[Avg]
Clustering->Imputation[Knn]
Clustering->Selection->Imputation[Knn]
Imputation[Avg]

Imputation[Knn]
Selection->Clustering->Imputation[Avg]
Selection->Clustering->Imputation[Knn]
Selection->Imputation[Knn]

849

6.62

0.98 0 85

Plano de imputagao

Figura V.24: Experimento com 10% de auséncia de dados, redugao de 10% na etapa de
atributos e utilizagao de classificadores bagging.
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Figura V.25: Experimento com 10% de auséncia de dados, redugao de 20% na etapa de sele¢ao de
atributos e utilizagao de classificadores bagging.

destes o erro diminuiu continuamente de T1 a T3. Nenhum plano apresentou aumento de erro de

T1 para T2. Dois planos apresentaram aumento de erro de T2 para T3.

4) No experimento com 20% de auséncia e 10% de redugao na selegao de atributos, grafico V.27,
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Aids [ensemble=bagging,T=|1-2-3|,pa=10%,pca=30%]
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Figura V.26: Experimento com 10% de auséncia de dados, redugao de 30% na etapa de sele¢ao de
atributos e utilizagao de classificadores bagging.

é possivel observar que todos os experimentos obtiveram ganhos de precisdo com ensemble. Em seis
planos o erro diminuiu continuamente de T1 a T3. Nenhum plano apresentou aumento de erro de

T1 para T2. Dois planos apresentaram aumento de erro de T2 para T3.
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Figura V.27: Experimento com 20% de auséncia de dados, redugao de 10% na etapa de sele¢ao de
atributos e utilizagao de classificadores bagging.
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5) No experimento com 20% de auséncia e 20% de redugao na sele¢ao de atributos, grafico V.28,
é possivel observar que todos os experimentos obtiveram ganhos de precisao com ensemble. Em sete
planos o erro diminuiu continuamente de T1 a T3. Nenhum plano apresentou aumento de erro de

T1 para T2. Um plano apresentou aumento de erro de T2 para T3.

Aids [ensemble=bagging,T=|1-2-3|,pa=20%,pca=20%]
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Figura V.28: Experimento com 20% de auséncia de dados, redugao de 20% na etapa de selecao de
atributos e utilizacao de classificadores bagging.

6) No experimento com 20% de auséncia e 30% de redugao na selegao de atributos, grafico V.29,
é possivel observar que todos os experimentos obtiveram ganhos de precisdo com ensemble. Em
quatro planos o erro diminuiu continuamente de T1 a T3. Um plano apresentou aumento de erro
de T1 para T2. Trés planos apresentaram aumento de erro de T2 para T3.

7) No experimento com 30% de auséncia e 10% de redugao na sele¢ao de atributos, grafico V.30,
é possivel observar que dois experimentos nao obtiveram ganhos de precisao com ensemble. Em
quatro planos o erro diminuiu continuamente de T1 a T3. Dois planos apresentaram aumento de
erro de T1 para T2. Dois planos apresentaram aumento de erro de T2 para T3.

8) No experimento com 30% de auséncia e 20% de redugao na sele¢ao de atributos, grafico V.31,
é possivel observar que todos os experimentos obtiveram ganhos de precisao com ensemble. Em
cinco planos o erro diminuiu continuamente de T1 a T3. Nenhum plano apresentou aumento de
erro de T1 para T2. Trés planos apresentaram aumento de erro de T2 para T3.

9) No experimento com 30% de auséncia e 30% de redugao na selegao de atributos, grafico V.32,
é possivel observar que todos os experimentos obtiveram ganhos de precisao com ensemble. Em sete

planos o erro diminuiu continuamente de T1 a T3. Nenhum plano apresentou aumento de erro de
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Figura V.29: Experimento com 20% de auséncia de dados, redugao de 30% na etapa de sele¢ao de

atributos e utilizagao de classificadores bagging.

Aids [ensemble=bagging,T=|1-2-3|,pa=30%,pca=10%]
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Figura V.30: Experimento com 30% de auséncia de dados, redugao de 10% na etapa de sele¢ao de

atributos e utilizagao de classificadores bagging.

T1 para T2. Um plano apresentou aumento de erro de T2 para T3.

E possivel observar na tabela V.10 o erro médio de todos os planos de imputacao executados

no experimento. O gréafico V.33 detalha a evolu¢ao do plano ASI[Knn| —, que apresentou a maior
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Figura V.31: Experimento com 30% de auséncia de dados, redugao de 20% na etapa de sele¢ao de
atributos e utilizagao de classificadores bagging.

Aids [ensemble=bagging,T=|1-2-3|,pa=30%,pca=30%]
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Figura V.32: Experimento com 30% de auséncia de dados, redugao de 30% na etapa de sele¢ao de
atributos e utilizagao de classificadores bagging.

precisdo ao longo dos experimentos realizados. O plano obteve o melhor resultado com a seguinte

configuragao: 20% de percentual de auséncia, 10% de redugao na tarefa de selecao de atributos e

Bagging com T = 3.
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Tabela V.10: Aids: erro médio dos experimentos com imputagdo composta e ensemble.

Plano de imputagao Erro médio(%)
AT[Avg|[T-1] 7.21
Al|Avg][T-2] 4.95
AlAvg][T-3] 3.66
AI|Knn||T-1] 2.64
AT|Knn|[T-2] 1.37
AI|Knn|[T-3] 0.93
ASI[Knn|[T-1] 2.43
ASI|Knn|[T-2] 1.10
ASI[Knn|[T-3] 0.92
I[Avg][T-1] 38.80
I[Avg|[T-2] 36.93
I[Avg]|T-3] 32.74
[[Knn|[T-1] 9.88
[[Knn][T-2] 7.92
I[Knn]|T-3] 7.50
SAI|Avg][T-1] 7.14
SAI[Avg|[T-2] 5.26
SAI[Avg][T-3] 428
SAI[Knn|[T-1] 2.53
SAI|Knn||T-2] 1.21
SAI[Knn|[T-3] 1.05
SI[Knn][T-1] 9.89
SI[Knn][T-2] 7.15
SI|Knn]|T-3] 6.13
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Figura V.33: Desempenho do plano de imputagao ASI[Knn| ao longo dos experimentos realizados.
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Imputagao Composta e Ensemble - Base de Dados Breast Cancer

1) No experimento com 10% de auséncia e 10% de redugao na selegao de atributos, grafico V.34,
é possivel observar que seis experimentos obtiveram ganhos de precisao com ensemble. Em trés
planos o erro diminuiu continuamente de T1 a T3. Quatro planos apresentaram aumento de erro
de T1 para T2. Dois planos apresentaram aumento de erro de T2 para T3. Dois experimentos

apresentaram erro igual a zero utilizando ensemble.

Breast Cancer [ensemble=bagging, T=|1-2-3|,pa=10%,pca=10%]
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Figura V.34: Experimento com 10% de auséncia de dados, redugao de 10% na etapa de sele¢ao de
atributos e utilizagao de classificadores bagging.

2) No experimento com 10% de auséncia e 20% de reducao na selegao de atributos, grafico V.35,
é possivel observar que sete experimentos obtiveram ganhos de precisao com ensemble. Em trés
planos o erro diminuiu continuamente de T1 a T3. Trés planos apresentaram aumento de erro
de T1 para T2. Dois planos apresentaram aumento de erro de T2 para T3. Dois experimentos
apresentaram erro igual a zero utilizando ensemble.

3) No experimento com 10% de auséncia e 30% de redugao na sele¢ao de atributos, grafico V.36,
é possivel observar que todos os experimentos obtiveram ganhos de precisdo com ensemble. Em
quatro planos o erro diminuiu continuamente de T1 a T3. Nenhum plano apresentou aumento de
erro de T1 para T2. Quatro planos apresentaram aumento de erro de T2 para T3. Trés experimentos
apresentaram erro igual a zero utilizando ensemble.

4) No experimento com 20% de auséncia e 10% de redugao na sele¢ao de atributos, grafico V.37,

é possivel observar que todos os experimentos obtiveram ganhos de precisdo com ensemble. Em
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Figura V.35: Experimento com 10% de auséncia de dados, redugao de 20% na etapa de sele¢ao de
atributos e utilizagao de classificadores bagging.
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Figura V.36: Experimento com 10% de auséncia de dados, redugao de 30% na etapa de sele¢ao de
atributos e utilizagao de classificadores bagging.

quatro planos o erro diminuiu continuamente de T1 a T3. Dois planos apresentaram aumento de

erro de T1 para T2. Dois planos apresentaram aumento de erro de T2 para T3. Quatro experimentos

apresentaram erro igual a zero utilizando ensemble.
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Breast Cancer [ensemble=bagging, T=|1-2-3|,pa=20%,pca=10%]
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Figura V.37: Experimento com 20% de auséncia de dados, redugao de 10% na etapa de sele¢ao de
atributos e utilizagao de classificadores bagging.

5) No experimento com 20% de auséncia e 20% de redugao na sele¢ao de atributos, grafico V.38,
é possivel observar que todos os experimentos obtiveram ganhos de precisao com ensemble. Em
quatro planos o erro diminuiu continuamente de T1 a T3. Dois planos apresentaram aumento de
erro de T1 para T2. Dois planos apresentaram aumento de erro de T2 para T3. Dois experimentos
apresentaram erro igual a zero utilizando ensemble.

6) No experimento com 20% de auséncia e 30% de reducao na selegao de atributos, grafico V.39,
é possivel observar que todos os experimentos obtiveram ganhos de precisao com ensemble. Em
quatro planos o erro diminuiu continuamente de T1 a T3. Dois planos apresentaram aumento de
erro de T1 para T2. Dois planos apresentaram aumento de erro de T2 para T3. Dois experimentos
apresentaram erro igual a zero utilizando ensemble.

7) No experimento com 30% de auséncia e 10% de redugao na sele¢ao de atributos, grafico V.40,
é possivel observar que sete experimentos obtiveram ganhos de precisao com ensemble. Em trés
planos o erro diminuiu continuamente de T1 a T3. Trés planos apresentaram aumento de erro de
T1 para T2. Trés planos apresentaram aumento de erro de T2 para T3. Um experimento apresentou
erro igual a zero utilizando ensemble.

8) No experimento com 30% de auséncia e 20% de redugao na selecao de atributos, grafico
V.41, ¢é possivel observar que sete experimentos obtiveram ganhos de precisao com ensemble. Em
dois planos o erro diminuiu continuamente de T1 a T3. Um plano apresentou aumento de erro

de T1 para T2. Seis planos apresentaram aumento de erro de T2 para T3. Nenhum experimento
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Figura V.38: Experimento com 20% de auséncia de dados, redugao de 20% na etapa de sele¢ao de

atributos e utilizagao de classificadores bagging.
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Figura V.39: Experimento com 20% de auséncia de dados, redugao de 30% na etapa de sele¢ao de

atributos e utilizagao de classificadores bagging.

apresentou erro igual a zero.

9) No experimento com 30% de auséncia e 30% de redugao na selegao de atributos, grafico V.42,

é possivel observar que todos os experimentos obtiveram ganhos de precisao com ensemble. Em
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Breast Cancer [ensemble=bagging, T=|1-2-3|,pa=30%,pca=10%]
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Figura V.40: Experimento com 30% de auséncia de dados, redugao de 10% na etapa de sele¢ao de
atributos e utilizagao de classificadores bagging.
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Figura V.41: Experimento com 30% de auséncia de dados, redugao de 20% na etapa de sele¢ao de
atributos e utilizagao de classificadores bagging.

dois planos o erro diminuiu continuamente de T1 a T3. Dois planos apresentaram aumento de erro
de T1 para T2. Quatro planos apresentaram aumento de erro de T2 para T3. Um experimento

apresentou erro igual a zero utilizando ensemble.
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Breast Cancer [ensemble=bagging, T=|1-2-3|,pa=30%,pca=30%]
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Figura V.42: Experimento com 30% de auséncia de dados, redugao de 30% na etapa de sele¢ao de
atributos e utilizagao de classificadores bagging.

E possivel observar na tabela V.11 o erro médio de todos os planos de imputacao executados
no experimento. O grafico V.43 detalha a evolu¢ao do plano SAI[Knn| —, que apresentou a maior
precisao ao longo dos experimentos realizados. O plano obteve o melhor resultado com o parametro
T igual a 3. O erro foi igual a zero em 9 experimentos, todos utilizando Bagging (em dois casos
com o parametro T igual a 2 e nos demais com T igual a 3). Além disso, em 6 experimentos o erro
diminuiu de forma continua ao longo da variacdo do parametro T.

A tabela V.12 apresenta os erros médios dos planos de imputagao com melhor desempenho em
cada um dos experimentos realizados, nas duas bases de dados.

Os planos de imputagao ASI[Knn| e SAI[Knn| apresentaram-se, respectivamente, como as me-
lhores estratégias de imputacao para as bases de dados Aids e Breast Cancer. A alternéancias entre
as tarefas de selec@o e agrupamento quanto a ordem de precedéncia nos planos citados provavel-
mente se dé pelas caracteristicas intrinsecas das duas bases de dados; como o nivel correlagao de
seus atributos (para a tarefa de sele¢ao) e o nivel de similaridade entre suas tuplas (agrupamento).
O método proposto apresentou melhor resultado na base Breast Cancer, possivelmente pela elevada

correlacao entre os atributos da mesma.
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Tabela V.11: Breast Cancer: erro médio dos experimentos com imputagao composta e ensemble.

Plano de imputacao Erro médio(%)
AlAvg][T-1] 7.53
Al|Avg][T-2] 5.05
AT|Avg]|T-3] 4.11
AI|Knn||T-1] 0.75
AT|Knn|[T-2] 0.46
AI|Knn|[T-3] 0.29
ASI[Knn|[T-1] 0.64
ASI|[Knn|[T-2] 0.50
ASI[Knn|[T-3] 0.80
I|Avg||T-1] 107.51
I[Avg][T-2] 101.71
I[Avg][T-3] 106.94
I[Knn][T-1] 11.38
[[Knn|[T-2] 10.35
I[Knn[T-3] 11.40
SAI[Avg|[T-1] 7.74
SAI|Avg|[T-2] 6.26
SAI[Avg|[T-3] 6.50
SAI|Knn||T-1] 0.88
SAI[Knn||T-2] 0.47
SAI[Knn||T-3] 0.25
SI|Knn||T-1] 11.94
SI[Knn][T-2] 10.09
SI[Knn|[T-3] 8.83
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Figura V.43: Desempenho do plano de imputagao SAI[Knn| ao longo dos experimentos realizados.
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Tabela V.12: Erro médio dos planos de imputagao com melhor desempenho ao longo dos experi-

mentos realizados. Comparagao por base de dados e técnica utilizada.

Base de L. . - Erro mé-
dados Técnica Plano de imputacao dio(%)
Aid IC ASI[Knn]| 3.07
1 IC+Ensemble  ASI[Knn||T-3] 0.92
Broast co IC SAI[Knn] 3.60
reast Catieet 10 Ensemble SAI|Knn|[T-3] 0.25




75

Capitulo VI Consideragoes Finais

Neste capitulo sao apresentadas as consideragoes finais, um resumo dos resultados e as principais

contribuicoes e diregoes da pesquisa realizada.

V1.1 Proposta

A tarefa de complementacao de dados ausentes é importante para o processo de descoberta
de conhecimento em bases dados. Caso nao seja tratada de forma adequada, pode enviesar os
resultados gerados por qualquer técnica produtora de informagao.

Neste trabalho foi proposto um método de imputacao que utiliza a tarefa de classificagdao ensem-
ble, através do algoritmo Bagging, combinada a técnica de imputagao composta. Para atingir esse
objetivo, o modelo proposto foi materializado através da implementacao do framework Appraisal-

Spark, possibilitando o processamento de planos de imputagdo em larga escala.

V1.2 Sintese dos Resultados

De forma a avaliar o método proposto, um total de 23.040 experimentos foram conduzidos,
totalizando 671 horas de processamento, para a simulagao de percentuais de auséncia em duas
bases de dados, onde posteriormente os valores imputados foram comparados com os originais.

As imputagoes foram realizadas através do framework Appraisal-Spark, em modo de execugao
serial e paralelo. O método proposto com a utilizacao de classificadores ensemble combinada a
imputacdo composta foi capaz de aumentar a precisdo dos valores imputados em quase todos os
experimentos realizados, em comparagao com os experimentos que utilizaram a imputagao composta

sem a tarefa de ensemble.

VI.3 Contribuigoes

A utilizacdo da tarefa de ensemble combinada com a imputagdo composta aumentou a precisao
do dado imputado em 95,83% dos experimentos realizados. O processo de imputagao em larga
escala com Appraisal-Spark obteve ganho médio de desempenho da ordem de 47,69%, em compa-

racdo com a execucao em modo serial. O método proposto apresentou bons resultados quanto a
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identificagdo do melhor plano de imputagao para cada base de dados e cenério de auséncia estuda-
dos. Ao longo deste trabalho foi elaborado um artigo com foco em imputacao hot-deck, utilizando
técnicas de aprendizado de maquina |Tavares et al., 2018|, sendo este uma das inspiragoes da técnica

apresentada.

V1.4 Trabalhos Futuros

O framework Appraisal-Spark possibilita a implementacao de outros algoritmos de aprendizado
de maquina nas tarefas de ensemble, selecdo, agrupamento e imputacdo. Seria interessante, por
exemplo, realizar experimentos utilizando Boosting na tarefa de ensemble, comparando os resultados
obtidos com os deste trabalho.

E possivel explorar também a utilizacdo do Appraisal-Spark no que tange a configuracdo do
cluster Spark utilizado. Aumentar a quantidade de mémoéria e o ntimero de cores disponiveis podera
ampliar a quantidade de base learners criados com o algoritmo Bagging e, possivelmente, aumentar

a acuracia dos valores imputados.
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