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Motivacao

em monitoracdo de consumo de pesticidas

Importancia

Reducdo de perdas de produtos agricolas
Melhoria na qualidade e seqguranca alimentares

Controle do consumo de pesticidas pelas
demandas dos paises e b | emas
Transicdo para a cultivo organico e Contaminagdo de plantas nao-alvo
preservacao do meio ambiente Poluicdo do meio-ambients

Impactos negativos na saude humana

Uso desenfreado dessas substancias toxicas
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“substancias ou mistura de substancias
para (...) mitigar qualquer peste, além de
servirem como reguladores de plantas,
desfolhantes ou dessecantes”
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[Lee and Choi, 2020 Impactos na saude
Impactos (intoxicacdo)
no meio ambiente
(contaminacao de solo e

de aguas do subsolo e
residuos nos alimentos) [Gomes et al., 2020]



Politicas ambientais

Importancia

da predicao

do consumo de
pesticidas pelos paises

Planejamento agricola

Reducao do consumo de tais
substancias toxicas



Dados de consumo de pesticidas em formato
de séries temporais dos

TOP 10 paises consumidores mundiais
(dados reais de [FAO, 2022])

Caracteristicas e
Desafios

Cenario extremo de small-data
[Kitchin and Lauriault, 2015]
(dados anuais e recentes)



Definigéo do problema

Dado o cenario de small data,
sera que conseguimos usar metodos de

Aprendizado de Maquina (AM)

para melhorar
a predicao

do consumo de pesticidas !
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Dadas as séries temporais dos
TOP 10 paises consumidores de
pesticidas ...

... versus

ARIMA (modelo basico de referéncia),
usando a estratégia:

... predizer o consumo com combinar AM com
modelos de Aprendizado Métodos de pré-processamento
de Maquina (AM)... (MP).



Trabalhos Relacionados e
string de busca

String de busca na base de dados

Scopus em 04 de junho de 2022

(“predict*” OR "forecast*”) AND (“pesticide*”) AND
(“con- sumption” OR “demand” OR “usage”) AND
(“machine learning” OR "ARIMA”)

.. 29 artigos retornados,
sendo poucos sobre ST
e nenhum com referéncia direta

a avaliacao de métodos preditivos para
o consumo de pesticidas em escala global
ou de paises ...

... trabalhos mais aderentes ao tema:
Yu et al. [2020] com dados de niveis de
residuos de pesticidas em vegetais
folhosos e amilaceos por 15 meses para
predicao de curto prazo dos niveis de
residuos usando ARIMA.

e Rao et al. [2021] que desenvolveu um
modelo de CNN para prever praga ou
doenca que infecta as colheitas.



Referencial Tedrico em Brasil

Séries Temporais (ST)

ST é qualquer sequéncia de
observacoes de um fendbmeno
através do tempo.
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_ 1990 1995 2000 2005 2010 2015
Comumente, as STs sao expressas

a partir das suas componentes de
tendéncia, sazonalidade e ruido
aleatodrio

[Box et al., 2015].

l— Tais propriedades nao sao constantes em varias

aplicacoes reais, como a nao estacionariedade.

ANoS

Fig.1: ST do consumo de pesticidas (kg/hectare) no Brasil, de 1990 a 2018




PredigéO de ST Algoritmos de AM:

Florestas Aleatorias de regressao (RF)
Maquinas de Vetores de Suporte para regressao

em duas etapas

(SVR)
. , Redes Neurais Artificiais
i) pré-processamento da » do tipo Perceptron de Multicamada (MLP)
entrada por normallzagéo: ° MéqUinaS de Apreﬂdizado Extremo (ELM)
e ianela deslizante * Convolucionais (CNN)
J obal * Long-Short Term Memory (LSTM)
(] O a ~
& ENTRADA PREDICAO
 global com
TR T
* adaptativa (AN
P b 1990 2018
ii) modelos:
e AM (6) modelo linear versatil que pode apresentar limitacdes nos

. AR"PV‘I#H.‘)_’ problemas que contenham padrdes temporais ndo-lineares

[JUnior et al.,, 2019]



Validacao
Cruzada

em séries temporais

(rolling origin)

[Hyndman e Athanasopoulos, 2018]

« 1200 configuracoes

50 cenarios experimentais

intervalo de observac6es utilizadas
para ajuste do modelo (de 25 a 29)

ENTRADA .'..'l.. ... PREDICAO

Tano

1L R ]|

1990 2018

e otimizacdo de hiperparametros para cada par MP e AM
e tamanho da janela (de 4 a 5)
* parametros especificos para os AM



séries crescentes

Analise dos (como o caso do Brasil)
Resultados

diversidade de _
comportamento séries decrescentes

(como o caso do Japao)

séries alternadas
(como o caso da Turquia)




Analise dos
Resultados

detalhamento |

erro de treinamento e
erro de previsao, em
SMAPE (%)

Buscamos o modelo que
minimiza o erro médio
Simetrico

Os resultados
mostram a média e o
desvio padrao

Tabela 1. Erro em SMAPE(%) na predicao por pais no treino (2) e teste (O

Paises ARIMA A AM A / model \ (ARIMAOY)\ ( AMO )
Alemanha 5,3+0,7 3,4+0,1 l 3,8+2,9 I 5,1+1,4
Brazil 4,34+0,2 2,4+0,3 RF +an 6.9+2.2 6.5+3.6

China 2.240,1 1,3+0,1 | RF+4+an | |1,6+14 | [1,1+1,3]

EUA

Franca 7,7+0,2 4,7+0,6 RF + an
India 13,3 +0,3 6,7+ 1,5 SVR + gmm

11,1+6,6 | [11,9+8,9

3,1+0,2 1,5+0,1 RF + gmm I 0,3+0,2 O,9:i:1,1
11,94+9,7 | [15,7+ 10,2

Japao 2,8+ 0 1,3+0,2 SVR + gmm | | 2,5+1,8 | |1,5+1,7 |

Mexico 10,2+0,3 58+1,3 RF-I—swmm 52+3,4 I 5,4+4,6
Russia 2,3+1,3 1,4+0,5 SVR + gmm 8,8+ 11,5 23 +£19,6

Turquia 11,8403 6,6+1,6 {( CNN+an ) |14+10,9 ) (9,5+9,2) ]

.

| )

Melhor par AM com MP
AM com MP por pais, no teste
identificado no treino

Melhores resultados
dos algoritmos de AM,
com a escolha do
melhor par AM com MP
identificado no treino ARIMA no teste

No geral, o ARIMA obteve os melhores resultados no teste



Analise dos
Resultados

detalhamento |l
cenério de teste
considerando todos os paises

desempenho geral do
ARIMA em 6.6% + 7.3%

parametro d ajustado para 1

dos 50 modelos ajustados,
33 eram passeios aleatorios
(com ou sem drift).

Tabela 2. Erro em SMAPE(%) nas predi¢coes dos pares AM+MP na etapa de teste

AM gmm swmm an gmmd

CNN 154+15,5 6,91+7,2 9,54+9,1 9,54+9,1

ELM 7,387 10,6 12,3 7,84+9, 2 8,7+10,4

LSTM 8,84+ 10,3 6,8+7.5 7,7+£8,1 6,775

MLP 6,8 +8,3 13,2 4 29,2 6,6 + 6,8 \7,4+7,9

RF 7,4+9,1 11,3+ 13,4 81482 7,4+7,3

SVR 9,5+11,5 10+ 11,3 7.5+8,1 7,5+8, 1 )
LSTM + gmmd gmmd e an se destacaram por apoiar MLP + an

modelos baseados em choques

Fazem frente ao ARIMA essas duas combinacdes
de AM + MP no teste
(esses modelos ndo foram os melhores no treino)

I_va predicdo da proxima observacao € um chogue em relacao a observacao anterior.

nao captura padrdes relevantes em relacao aos termos defasados.

Obs: 0 chogue caracteriza o valor aleatorio em relacao ao quanto a série oscila.



Neste cenario de small data, os MP sao importantes na predicao
(os resultados sao limitados devido a pouca quantidade de dados)

Trabalhos futuros:

combinar MP com outras técnicas,

como amostragem e preparac¢@o de dados,
gue levem mais em consideracao

0s termos mais recentes para gue

0s AM consigam modelar melhor os choques.

o ARIMA nao trouxe um ganho de conhecimento em termos dos
processos que regem as séries de pesticidas
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